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KURZFASSUNG

Diese Masterarbeit beschaftigt sich mit der thermischen Absicherung eines Fahrzeuges durch
die Vorhersage der Temperaturen an verschiedenen Sensoren mittels Time-Series Forecasting
Modellen. Ziel war es, die Zuverlassigkeit und Sicherheit des Fahrzeugs durch prazise
Temperaturvorhersagen zu verbessern, um kritische Uberhitzungen zu vermeiden.

Fir die Analyse wurden mehrere Time Series Forecasting Modelle evaluiert, darunter Vector
Autoregression (VAR), Extreme Gradient Boosting (XGBoost), Long Short-Term Memory
(LSTM), Gated Recurrent Unit (GRU), Convolutional Neural Network (CNN), Temporal
Convolutional Networks (TCN) und Transformer Modelle. Die Modelle wurden anhand
historischer Datensatze von Sensortemperaturen trainiert, die aus realen Fahrbedingungen
gesammelt wurden. Jedes Modell wurde auf seine Vorhersagegenauigkeit und
Leistungsfahigkeit untersucht, um das effektivste Werkzeug zur Vorhersage zukunftiger
Temperaturwerte zu identifizieren.

Die Evaluation der Modelle basierte auf mehreren Leistungsindikatoren wie dem Mean Absolute
Percentage Error (MAPE), und dem Root Mean Squared Error (RMSE). Das GRU-Modell stellte
sich als das Uberlegene heraus, da es die komplexen nichtlinearen Muster und die
Zeitabhangigkeiten der Temperaturdaten am effektivsten modellierte.

Dank seiner tiefen Lernarchitektur und der Fahigkeit, Langzeitabhangigkeiten in den Daten zu
erkennen, konnte das GRU-Modell prazisere Vorhersagen als die anderen untersuchten
Modelle liefern. Diese Ergebnisse unterstreichen das Potenzial von GRU-Netzwerken flr die
prazise Vorhersage von Sensor-Temperaturen in thermischen Managementanwendungen von
Fahrzeugen und bieten Ansatze fur weitere Forschungen in diesem Bereich.



ABSTRACT

This master's thesis deals with the thermal protection of a vehicle by predicting the temperatures
at various sensors using time-series forecasting models. The aim was to improve the reliability
and safety of the vehicle through precise temperature predictions in order to avoid critical
overheating.

Several time series forecasting models were evaluated for the analysis, including Vector
Autoregression (VAR), Extreme Gradient Boosting (XGBoost), Long Short-Term Memory
(LSTM), Gated Recurrent Unit (GRU), Convolutional Neural Network (CNN), Temporal
Convolutional Networks (TCN) and Transformer models. The models were trained using
historical data sets of sensor temperatures collected from real-world driving conditions. Each
model was analyzed for predictive accuracy and performance to identify the most effective tool
for predicting future temperature values.

The evaluation of the models was based on several performance indicators such as the Mean
Absolute Percentage Error (MAPE), the Root Mean Squared Error (RMSE). The GRU model
turned out to be the superior one as it modeled the complex nonlinear patterns and time
dependencies of the temperature data most effectively.

Thanks to its deep learning architecture and ability to recognize long-term dependencies in the
data, the GRU model was able to provide more accurate predictions than the other models
investigated. These results highlight the potential of GRU networks for accurate prediction of
sensor temperatures in vehicle thermal management applications and provide avenues for
further research in this area.
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Einleitung

1 EINLEITUNG

Die thermische Absicherung stellt einen essenziellen Bestandteil in der Entwicklung moderner
Fahrzeuge dar. Sie gewahrleistet, dass alle temperaturrelevanten Komponenten auch unter
realen Belastungsbedingungen zuverlassig funktionieren — sowohl unter sommerlichen
Extremtemperaturen als auch bei winterlicher Kalte. Bislang beruhen diese
Absicherungsmallnahmen in der Regel auf einem aufwendigen Zusammenspiel aus
Messtechnik, realen Fahrtests und iterativen Entwicklungsschleifen. Insbesondere die
Ausstattung von Versuchstragern mit umfangreicher Sensorik ist dabei kostspielig, zeitintensiv
und mit begrenzter Skalierbarkeit verbunden (Eller, 2017).

Gleichzeitig entstehen in heutigen Fahrzeugen kontinuierlich groRe Datenmengen Uber
Steuergeratekommunikation und interne Bussysteme wie CAN oder FlexRay. Diese Signale —
etwa zur Geschwindigkeit, Drehzahl oder Auflentemperatur — bilden potenziell wertvolle
Informationen zur Rekonstruktion thermischer Zustidnde im Fahrzeug. Mithilfe geeigneter
Methoden aus dem Bereich des maschinellen Lernens kénnten diese bereits verfligbaren Daten
genutzt werden, um Temperaturverlaufe vorherzusagen — ganz ohne zusatzliche Messtechnik.

Ziel dieser Arbeit ist es, zu untersuchen, ob und wie Kl-Modelle auf Basis verfugbarer
Fahrzeugdaten (CPC-Daten) prazise Temperaturverlaufe einzelner Sensoren vorhersagen
konnen. Im Zentrum steht dabei die vergleichende Bewertung unterschiedlicher
Modellarchitekturen — von klassischen linearen Verfahren (z.B. VAR) Uber bewahrte
Regressionsverfahren (z. B. XGBoost) bis hin zu modernen neuronalen Netzen wie GRU, CNN
oder Transformer-Modellen. Die Modelle werden auf reale Messdaten angewendet, welche im
Rahmen von Versuchstragerfahrten erhoben wurden.

Im Fokus der Analyse steht dabei nicht nur die reine Prognoseglite — gemessen Uber Fehlermale
wie RMSE oder MAPE — sondern auch die Trainingsdauer, Robustheit gegenliber heterogenen
Daten und die praktische Anwendbarkeit im Entwicklungsprozess. Die Arbeit orientiert sich
methodisch am Design Science Research Model (DSRM) und gliedert sich in mehrere
Iterationen, in denen der Einfluss der Feature-Auswahl und Datenkomplexitat systematisch
untersucht wird.

Die Ergebnisse dieser Arbeit sollen einen Beitrag dazu leisten, klassische Testmethoden um
datenbasierte Prognoseverfahren zu erganzen und langfristig Potenziale zur Effizienzsteigerung
und Kostenreduktion in der Fahrzeugentwicklung aufzuzeigen.
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1.1 Motivation

Die thermische Absicherung spielt eine zentrale Rolle in der Entwicklung moderner technischer
Systeme, insbesondere in der Automobilindustrie. In Fahrzeugen sind Bauteile, wie z.B. die
Batterie von Battery Electric Vehicle (BEV) kontinuierlich thermischen Belastungen ausgesetzt,
die ihre Leistungsfahigkeit und Lebensdauer beeinflussen kdénnen. Um Schaden oder
ineffizienten Betrieb zu vermeiden, ist eine prazise Vorhersage der Temperaturverlaufe unter
verschiedenen Betriebsbedingungen unerlasslich. Hierbei stoRen herkdmmliche Ansatze wie
physikalische Modelle oder einfache statistische Verfahren oft an ihre Grenzen. Der Einsatz von
Kl-Modellen, insbesondere bei Problemen von Time Series Forecasting, bietet eine
vielversprechende Alternative, die herkdmmliche Methoden erganzen oder ersetzen kann (Y. Liu
& Zhang, 2020).

Eine der Hauptstarken von KI-Modellen liegt in ihrer Fahigkeit, komplexe und nichtlineare
Zusammenhange in Daten zu erkennen und zu modellieren (Somers & Casal, 2009). In der
thermischen Absicherung ist dies besonders relevant, da die Temperaturentwicklung eines
Bauteils nicht nur von einem einzelnen Faktor abhangt, sondern durch ein Zusammenspiel
mehrerer Variablen wie Umgebungstemperatur, Fahrgeschwindigkeit, Materialeigenschaften und
Betriebszyklen beeinflusst wird (Y. Liu & Zhang, 2020). Modelle wie Long Short-Term Memory
(LSTM) oder Gated Recurrent Units (GRU) sind speziell dafir entwickelt worden, Abhangigkeiten
uber langere Zeitraume hinweg zu lernen, was sie ideal fur die Analyse und Forecasting von
thermischen Time Series macht.

Ein weiterer Vorteil von KI-Modellen ist ihre Fahigkeit zur Generalisierung. Durch die Analyse
grolRer Datensatze kdnnen sie auch unter bisher unbekannten Betriebsbedingungen zuverlassige
Vorhersagen treffen (Ahn, Busemeyer, Wagenmakers, & Stout, 2008). Dies ist besonders wertvoll
in der Automobilindustrie, wo sich Betriebsbedingungen standig andern, sei es durch variierende
Umgebungen, neue Fahrzeugmodelle oder unerwartete Nutzungsmuster (Wang et al., 2017). Kl-
Modelle kénnen nicht nur vergangene Muster erkennen, sondern auch zuklnftige Trends
extrapolieren, wodurch potenzielle Risiken frihzeitig identifiziert werden kénnen. Dartber hinaus
ermoglichen Kl-Modelle eine effizientere Nutzung vorhandener Ressourcen. Im Vergleich zu
physikalischen Simulationen, die oft rechenintensiv und zeitaufwendig sind, kdnnen gut trainierte
Kl-Modelle in Echtzeit Vorhersagen treffen.

1.2 Forschungsziel

Um einen roten Faden in der dieser Arbeit zu gewahrleisten und die bestehende Forschungsliicke
zu schlie®en, wurde folgende Forschungsfrage definiert:

~Welche KI-Methoden eignen sich am besten zur prézisen Vorhersage von

Temperaturen im Kontext der thermischen Absicherung von Fahrzeugen?*
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Diese Arbeit verfolgt mehrere zentrale Ziele, um die Forschungsfrage zu beantworten:

1.

Identifikation geeigneter KI-Methoden: Die Arbeit soll analysieren, welche spezifischen
Kl-Modelle (z. B. LSTM, GRU, ARIMA oder hybride Ansatze) besonders gut geeignet sind,
um die komplexen, nichtlinearen und zeitabhangigen Muster thermischer Time Series
Daten in Fahrzeugen zu modellieren.

Modellierung und Vorhersage von Temperaturverlaufen: Ziel ist es, die
Temperaturentwicklung unter unterschiedlichen Betriebsbedingungen vorherzusagen, um
thermische Belastungen und Risiken fruhzeitig zu erkennen. Dies umfasst die
Modellierung sowohl kurzfristiger als auch langfristiger Abhangigkeiten in Time Series.

Vergleich von Modellen: Die Arbeit soll verschiedene Kl-Methoden miteinander
vergleichen, um ihre Vorhersagegenauigkeit und ihre Robustheit bei der Verarbeitung
hochdimensionaler Time Series Daten von Fahrzeugen zu bewerten.

Erhohung der Fahrzeugzuverlassigkeit und -sicherheit: Durch die prazise Vorhersage
thermischer Belastungen kénnen Uberhitzung oder Materialschaden frilhzeitig vermieden
werden, was die Gesamtzuverlassigkeit und Sicherheit von Fahrzeugen erhoht.

Erforschung datengetriebener Ansatze: Ziel ist es, datengetriebene Ansatze zu
férdern, die durch den Einsatz von Sensorik in modernen Fahrzeugen grolde
Datenmengen nutzen, um prazisere und adaptivere Vorhersagen zu ermdglichen.

Diese Arbeit richtet sich an ein breites Publikum, darunter Wissenschaftler*innen und
Ingenieur®innen, die im Bereich der Kiinstlichen Intelligenz, Time Series Analysis oder

thermischen Modellierung forschen, kdnnen von den Ergebnissen und Methoden profitieren und
die Erkenntnisse der Arbeit als Grundlage fiir ahnliche Anwendungen nutzen. Des Weiteren
richtet sich diese Arbeit an die Automobilindustrie, insbesondere Entwickler*innen, die an der
thermischen Absicherung, der Fahrzeugentwicklung oder der vorausschauenden Wartung

arbeiten, sind potenzielle Anwender*innen der vorgeschlagenen Methoden.

1.3 Nicht-Ziele

Um den Fokus der Arbeit klar abzugrenzen und die Zielsetzung zu prazisieren, werden die
folgenden Aspekte bewusst nicht behandelt:

1.

Entwicklung neuer KI-Modelle: Die Arbeit verfolgt nicht das Ziel, neue oder
revolutionare Kl-Algorithmen zu entwickeln. Stattdessen liegt der Schwerpunkt auf der
Anwendung und Evaluation bereits existierender Methoden wie LSTM, GRU oder
Transformer im Kontext der thermischen Absicherung.

Detaillierte physikalische Modellierung: Physikalische basierte Modelle zur Simulation
thermischer Effekte, wie Finite-Elemente-Methoden (FEM) oder Computational Fluid
Dynamics (CFD), sind nicht Gegenstand dieser Arbeit. Der Fokus liegt ausschlie3lich auf
datengetriebenen Ansatzen mittels Kunstlicher Intelligenz.
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3. Optimierung der Fahrzeugarchitektur: Die Arbeit zielt nicht darauf ab, konkrete
Designanderungen oder Optimierungen an Fahrzeugkomponenten vorzuschlagen. Die
Ergebnisse sollen vielmehr als Grundlage fir weiterfilhrende Analysen und
Entscheidungen dienen.

4. Entwicklung von Hardware-Losungen: Der Einsatz neuer Sensorik oder
Hardwarekomponenten zur Datenerfassung wird nicht untersucht. Es wird davon
ausgegangen, dass relevante Daten bereits durch bestehende Systeme verfiigbar sind.

5. Umfassende 6konomische Analyse: Die Arbeit beinhaltet keine detaillierte Kosten-
Nutzen-Analyse der vorgeschlagenen Methoden, obwohl sie potenziell kosteneffiziente
Losungen fur thermische Absicherung bietet.

6. Anwendungsbereich auBerhalb von Fahrzeugen: Die Arbeit beschrankt sich auf den
Automobilsektor. Ubertragungen auf andere Industrien oder Anwendungen, wie die
Luftfahrt oder Energiebranche, werden nicht untersucht.

7. Langfristige Integration in Produktionsprozesse: Obwohl die Arbeit die Integration von
Kl-Modellen in Entwicklungsprozesse anspricht, wird keine vollstandige Implementierung
oder Operationalisierung in Produktionsumgebungen durchgefinhrt.

Durch diese Abgrenzungen wird sichergestellt, dass die Arbeit sich auf die prazise Vorhersage
von Temperaturen durch Kl-Modelle konzentriert und dabei klare und umsetzbare Erkenntnisse
liefert.

1.4 Limitationen

In dieser Arbeit liegt der Fokus auf Time Series Forecasting Modelle. Diese Entscheidung basiert
auf der Natur des zugrundeliegenden Datensatzes, der lediglich aus Time Series Data besteht.
Der Einsatz von Modellen, die speziell fur die Analyse und Vorhersage von Time Series entwickelt
wurden, stellt sicher, dass die Methodik optimal an die strukturellen Eigenschaften der Daten
angepasst ist. Modelle, die fur Querschnittsdaten oder andere Datenstrukturen konzipiert sind,
wurden nicht die spezifischen Herausforderungen und Dynamiken von Time Series adressieren.
Daher beschrankt sich diese Arbeit auf Time Series Forecasting Modelle, um die praziseste und
zuverlassigste Analyse und Prognose der vorhandenen Time Series Data zu gewahrleisten.

Diese Arbeit konzentriert sich ausschlieRlich auf den Mercedes Benz G 500 mit der
Modellbezeichnung W 465, um die Komplexitat der Analyse zu reduzieren und prazise,
umsetzbare Ergebnisse zu erzielen. Fahrzeuge unterscheiden sich erheblich in Bezug auf ihre
thermische Architektur, Sensorik, Betriebsbedingungen und Konstruktionsmerkmale. Durch die
Fokussierung auf ein einzelnes Fahrzeugmodell kénnen die thermischen Daten und deren
Abhangigkeiten detailliert untersucht und spezifische Vorhersagemodelle entwickelt werden. Dies
ermdglicht eine tiefgehende Analyse der Temperaturmuster unter realistischen Bedingungen,
ohne die Ergebnisse durch die Variabilitdt anderer Fahrzeugmodelle zu verwassern. Darlber
hinaus erleichtert die Spezialisierung die Validierung der Modelle, da die Datenbasis und die
Betriebsbedingungen klar definiert sind. Diese gezielte Herangehensweise bietet eine solide
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Grundlage fiir zukinftige Arbeiten, die sich mit der Ubertragbarkeit der Modelle auf andere
Fahrzeugtypen beschéaftigen konnten.

Der Fokus liegt in der prazisen Vorhersage der Temperaturen einzelner Bauteile eines
Fahrzeugs, um thermische Belastungen besser verstehen und bewerten zu kénnen. Es geht
dabei nicht darum, das gesamte thermische Management des Fahrzeugs zu optimieren oder
umzugestalten. Stattdessen sollen datengetriebene Modelle entwickelt und analysiert werden,
die spezifische Temperaturmuster einzelner Komponenten unter verschiedenen
Betriebsbedingungen vorhersagen. Diese Fokussierung ermdéglicht eine detaillierte Betrachtung
individueller thermischer Prozesse und dient als Grundlage fir weiterflhrende
Optimierungsstrategien im Gesamtfahrzeugkontext.

1.5 Aufbau der Arbeit

Kapitel 2 Time Series Definitionen legt die theoretischen Grundlagen der Time Series Analysis
dar, um ein solides Verstandnis der zentralen Konzepte zu schaffen. Es behandelt die Definition
und Eigenschaften von Time Series sowie ihre grundlegenden Komponenten, wie Trend,
Saisonalitat und White Noise. Dabei wird auch auf statistische Eigenschaften wie Mittelwert,
Varianz und Autokorrelation eingegangen, die fir die Modellierung von Time Series entscheidend
sind. Besonderes Augenmerk wird auf die Unterscheidung zwischen stationaren und nicht-
stationdren Time Series gelegt, da diese Eigenschaft malgeblich die Wahl der
Vorhersagemethode beeinflusst. Methoden zur Vorverarbeitung, wie Filterung und
Differenzierung, runden die Einfiihrung ab und bereiten den Weg fiir die Modellanwendung.

In Kapitel 3 Time Series Forecasting werden die theoretischen Grundlagen der Time Series
Forecasting behandelt und verschiedene Vorhersagemodelle vorgestellt. Der Fokus liegt sowohl
auf klassischen statistischen Modellen wie ARIMA und VAR als auch auf modernen Kl-Methoden
wie LSTM, GRU und Transformer. Darliber hinaus werden die wichtigsten Metriken zur
Bewertung der Vorhersagegenauigkeit eingefiihrt, um eine fundierte Vergleichsbasis fur die
Modellleistung zu schaffen. Dieses Kapitel bildet die Grundlage flir die spatere praktische
Anwendung und Evaluation der Modelle.

Das Kapitel 4 Methodik beschreibt den systematischen Ansatz, der in dieser Arbeit angewendet
wird, um die Forschungsziele zu erreichen. Es wird die Design Science Research Methodology
(DSRM) nach Peffers, Tuunanen, Rothenberger, & Chatterjee (2007) angewandt, um
datengetriebene Modelle zu entwickeln, zu implementieren und zu evaluieren. Dabei werden die
Schritte zur Datenaufbereitung, Modellanwendung und Validierung detailliert erlautert, um
sicherzustellen, dass die Methodik reproduzierbar ist. Dieses Framework gewahrleistet eine
wissenschaftlich fundierte und praxisorientierte Herangehensweise. Das Kapitel widmet sich
auch der praktischen Anwendung und Evaluation verschiedener KI-Modelle fir die Time Series
Forecasting. Die vorgestellten Modelle werden auf realen Datensatzen angewendet, die Verlaufe
der Temperaturen in Fahrzeugen reprasentieren. Die Modelle werden hinsichtlich ihrer
Vorhersagegenauigkeit, Robustheit und Rechenleistung miteinander verglichen. Besondere
Aufmerksamkeit liegt auf der Identifikation von Modellen, die komplexe und nichtlineare Muster
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sowie Langzeitabhangigkeiten in den Daten zuverlassig erfassen konnen. Die Ergebnisse der
Bewertung liefern eine fundierte Grundlage fir die Diskussion und die Ableitung von
Handlungsempfehlungen.

In Kapitel 5 Diskussion werden die Ergebnisse der Untersuchung kritisch reflektiert und in den
Kontext der Forschungsfragen eingeordnet. Es wird analysiert, welche Modelle sich als
besonders geeignet herausgestellt haben und welche Herausforderungen bei der Anwendung
aufgetreten sind. Zudem werden die Limitationen der Arbeit beleuchtet, etwa im Hinblick auf die
Generalisierbarkeit der Ergebnisse oder den Einfluss der Datengrundlage. AbschlieRend wird
diskutiert, wie die gewonnenen Erkenntnisse in der Praxis angewendet werden kdnnen und
welche offenen Forschungsfragen sich aus der Arbeit ergeben.

Im abschlieRenden Kapitel 6 Fazit und Ausblick werden die zentralen Erkenntnisse der Arbeit
zusammengefasst und in Bezug auf die Forschungsziele bewertet. Es wird dargestellt, wie die
Ergebnisse zur Verbesserung der thermischen Absicherung in Fahrzeugen beitragen kénnen.
Daruber hinaus werden mogliche zuklnftige Forschungsrichtungen aufgezeigt, wie die
Erweiterung der Modelle auf andere Fahrzeugtypen, die Integration weiterer Datenquellen oder
die Entwicklung hybrider Ansatze zur Kombination physikalischer und datengetriebener Modelle.
Dieses Kapitel bietet einen abschlieRenden Uberblick und zeigt Perspektiven fiir die weitere
Entwicklung auf.
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2 TIME SERIES DEFINITIONEN

Time Series Daten sind eine Folge von Datenpunkten, die zu diskreten Zeitpunkten gemessen
werden und chronologisch geordnet sind. Ublicherweise sind die Punkte gleichméaRig tber die
Zeit verteilt, und die meisten Methoden der Time Series Analysis basieren auf dieser Annahme.
Messgerate wie intelligente Zahler, die beispielsweise den Energiebedarf aufzeichnen, sind
darauf ausgelegt, Daten in regelmafiigen Abstanden, haufig halbstindlich, zu erfassen. Dies
macht die Annahme gleichmaRiger Zeitabstande realistisch und vereinfacht die Analyse (Haben,
Voss, & Holderbaum, 2023). Am Beispiel der Mercedes Benz G Klasse sind es mehrere
Sensoren, die Temperatur- und Metadaten mit einer Frequenz von n Hertz (Hz) aufzeichnen.

Im Rahmen dieser Betrachtung wird davon ausgegangen, dass Time Series in gleichmaRigen
Zeitintervallen erfasst werden. Eine Time Series wird oft durch eine Sequenz von Buchstaben
X1, X,, X3, ... Xy dargestellt, wobei der Index den Zeitpunkt angibt und ein grofRerer Index einen
spateren Zeitpunkt kennzeichnet. Alternativ kann die Time Series auch als X, beschrieben
werden, wobei k € K = {1,2,... N} die Zeitpunkte darstellt. Setzt sich die Serie unendlich in die
Zukunft fort, git N = cound K = N = {1,2...} (Haben et al., 2023).

2.1 Univariate und multivariate Timeseries Data

Eine univariate Time Series besteht aus Beobachtungen einer einzigen Variablen, die im Laufe
der Zeit sequenziell aufgezeichnet werden. Diese Art ist einfacher zu analysieren, da sie nur eine
Dimension umfasst, wodurch es einfacher ist, Muster und Trends zu erkennen.

Im Gegensatz dazu umfasst eine multivariate Time Series mehrere Variablen, die im Laufe der
Zeit aufgezeichnet werden. Diese Komplexitat ermdglicht die Analyse von Wechselwirkungen
zwischen den Variablen, was ein umfassenderes Verstandnis der zugrunde liegenden Prozesse
ermOglicht. Multivariate Time Series werden haufig in Bereichen wie der Klimawissenschaft
verwendet, wo mehrere Faktoren die beobachteten Phanomene beeinflussen.
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Abbildung 1: Univariate und multivariate Timeseries
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2.2 Statistische Merkmale von Time Series

Die vollstandige Beschreibung der probabilistischen Struktur einer Time Series {X,} erfordert die
Kenntnis ihrer multidimensionalen  Verteilungen. Diese umfassen fir beliebige
Zeitpunkte t;, t,, ..., t, die gemeinsamen Wahrscheinlichkeitsverteilungen:

Ftl:n(xl:n) = P(th < xl,XtZ < X3, ...,th < xn),

wobei x; € Rist und die Verteilungseigenschaften der Time Series beschreibt. Da die
Berechnung solcher Verteilungen oft schwierig ist, lassen sich Time Series Uber ihre statistischen
Momente wie Mittelwert, Varianz und Autokorrelation charakterisieren, die die wesentlichen
Eigenschaften der Daten erfassen (Huang & Petukhina, 2022).

2.21 Mittelwertfunktion

Der Mittelwert u; einer Time Series zu einem Zeitpunkt t beschreibt den erwarteten Wert der
Time Series und wird definiert als:
U = E(Xt)'

wobei E(-) den Erwartungswert bezeichnet. Der Mittelwert einer Time Series kann Uber die Zeit
konstant sein (stationare Time Series) oder zeitabhangig variieren (nicht-stationare Time Series).
Er liefert eine grundlegende Beschreibung des zentralen Niveaus der Daten und ist ein zentraler
Bestandteil der statistischen Analyse (Huang & Petukhina, 2022).

2.2.2 Varianzfunktion

Die Varianz 7 misst die Streuung der Zeitreihe um ihren Mittelwert:
of =Var(X,) = E[(X; — ue)?]

Die Varianz gibt Aufschluss Uber die Schwankungsbreite der Daten, wahrend die

Standardabweichung o, = /o eine dimensionslose Darstellung liefert. Wie der Mittelwert kann
auch die Varianz stationar oder zeitabhangig sein (Huang & Petukhina, 2022).

2.2.3 Autokovarianzfunktion

Die Autokovarianzfunktion y (s, t) beschreibt die Kovarianz zwischen zwei
Zeitpunkten s und t innerhalb der gleichen Zeitreihe:

y(s,t) = Cov(Xg, X¢) = E[(Xs — 1s)(Xe — 11¢)]

Die Autokovarianz misst die lineare Beziehung zwischen den Werten der Zeitreihe an zwei
verschiedenen Zeitpunkten. Sie ist ein zentrales Mal}, um zeitliche Abhangigkeiten innerhalb der
Daten zu analysieren. Fir eine stationdre Zeitreihe hangt die Autokovarianz nur von der
Differenz k =| t — s | ab und nicht von den spezifischen Zeitpunkten s und t (Huang & Petukhina,
2022).
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2.2.4 Autokorrelationsfunktion (ACF)

Die Autokorrelationsfunktion p(s,t) ist die dimensionslose Darstellung der Autokovarianz-
funktion und wird definiert als:

y(s,t)
\/Var(XS)Var(Xt)

p(s,t) =

Sie misst den linearen Zusammenhang zwischen zwei Zeitpunkten relativ zu ihrer Varianz und
nimmt Werte im Bereich [—1,1] an. Eine Autokorrelation von 1 oder -1 zeigt eine perfekte positive
bzw. negative Korrelation, wahrend ein Wert von 0 auf keine lineare Beziehung hinweist (Huang
& Petukhina, 2022).

2.2.5 Partielle Autokorrelationsfunktion

Die Partielle Autokorrelationsfunktion (PACF) misst den Zusammenhang zwischen einem Wert X;
einer Zeitreihe und einem Wert X; — k mit einer Verzégerung k, nachdem der Einfluss aller
intervenierenden Werte X¢_j 11, Xe—k42, -, Xe—1 entfernt wurde. Anders als die
Autokorrelationsfunktion (ACF), die die Gesamtkorrelation zwischen X; und X,_, erfasst,
fokussiert die PACF auf die direkte Korrelation zwischen diesen beiden Punkten, isoliert von
Zwischenwerten. Diese Eigenschaft macht die PACF besonders nutzlich, um die Struktur von
autoregressiven Modellen (AR-Modelle) zu identifizieren, da sie zeigt, welche Lags (k) signifikant
fur die Vorhersage der Zeitreihe sind (Huang & Petukhina, 2022).

Die PACF basiert auf der linearen Regression. Fur eine stationare Zeitreihe {X;} mit E(X;) =0
wird X; als lineare Kombination der k — 1 vorherigen Werte modelliert. Die PACF bei einer
Verzdgerung k(¢yy) ist die Korrelation zwischen den Residuen der Regression von X, und X;_p,
nachdem die Einflisse der intervenierenden Werte entfernt wurden (Huang & Petukhina, 2022).

Die PACF bei Verzdgerung k fur eine stationare Zeitreihe {X,} ist definiert als:
Grie = Corr(Zy—y, Z¢),

wobei Zeoge =Xeoje — Kok das Residuum ist, nachdem die Einflusse
von X¢_j41, -, X¢—1 @us X,_, entfernt wurden. Z, = X, — X, das Residuum ist, nachdem die
Einflisse von X;_j1, ..., X;—1 aus X, entfernt wurden (Huang & Petukhina, 2022).

Die beschriebenen Merkmale bieten wichtige Einblicke in die Struktur und Eigenschaften einer
Zeitreihe. Der Mittelwert liefert Informationen Uber das zentrale Niveau, wahrend die Varianz die
Schwankungsbreite der Werte beschreibt. Die Autokovarianz und Autokorrelation ermoglichen
die Analyse zeitlicher Abhangigkeiten, die entscheidend fiir die Modellierung und Vorhersage
sind. Diese statistischen Groflen bilden die Grundlage fiur weiterfihrende Methoden in der
Zeitreihenanalyse, wie die ldentifikation von Modellen (z. B. ARIMA) oder die Vorhersage
zukunftiger Werte.
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2.3 Komponenten von Time Series

Eine Time Series {X;} kann in mehrere Komponenten zerlegt werden, um ihre Struktur besser zu
verstehen. Zu den Hauptkomponenten gehoren:

1. Deterministischer Trend: Der Trend beschreibt systematische und relativ langsame
Veranderungen, wie ein Anstieg oder Abfall in der Time Series, die sich durch eine
aperiodische Funktion der Zeit T(t) = T, ausdricken lassen.

2. Deterministische Saisonalitat: Die saisonale @ Komponente (T;) reflektiert
systematische Veranderungen in der Time Series mit einer konstanten Frequenz, die als
saisonale Periode bezeichnet wird. Saisonalitat ist durch ahnliche Bewegungsmuster in
aufeinanderfolgenden Perioden gekennzeichnet und bleibt hinsichtlich Timings, Richtung
und Magnitude stabil. Sie wird haufig durch Kalender-, Wetter- oder andere zyklische
Einflisse verursacht.

In der Literatur wird die zyklische Komponente haufig mit dem Trend kombiniert, was als Trend-
Zyklus-Komponente bezeichnet wird. Somit werden Time Series oft in drei Hauptkomponenten
zerlegt: Trend (T;), Saisonalitat (S;) und eine zufallige Komponente (R;), welche die Residualen
abbilden, wie in Abbildung 2 zu sehen ist (Huang & Petukhina, 2022).
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Abbildung 2: Time Series zerlegt in ihre einzelnen Komponenten
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2.4 Stationare und nicht-stationarer Time Series

In der Time Series Analysis ist die Klassifikation einer Time Series in Bezug auf ihre Stationaritat
von entscheidender Bedeutung. Eine Time Series gilt als stationar, wenn die statistische
Verteilung ihrer Werte Gber jedes festgelegte Zeitintervall konstant bleibt, auch wenn das Intervall
entlang der Zeitachse verschoben wird. Diese Konstanz bezieht sich nicht nur auf die Verteilung,
sondern auch auf statistische Kenngréfien wie Mittelwert und Varianz, die Uber die Zeit
unverandert bleiben missen. Diese Definition impliziert, dass stationdre Time Series eine
gleichbleibende Dynamik aufweisen, was sie besonders berechenbar macht und ihre Analyse
vereinfacht (Haben et al., 2023).

Im Gegensatz dazu stehen nicht-stationarer Time Series, bei denen sich statistische
Eigenschaften wie Mittelwert und Varianz im Laufe der Zeit andern kénnen. Diese Veranderungen
kénnen durch Trends oder Saisonalitaten hervorgerufen werden, die oft durch auliere Einflisse
wie wirtschaftliche, soziale oder umweltbedingte Faktoren bedingt sind. Ein klassisches Beispiel
fur einen Trend in einer Time Series ist ein linearer Anstieg oder Abfall, der auf langfristige
Veranderungen hinweist (Haben et al., 2023). Im Bereich der TAG kann dies ein pldtzlicher
Anstieg der Temperaturen im Fahrzeug bedeute, durch zusatzlich bendtigte Leistung bei einer
Bergfahrt.

Saisonale Schwankungen sind ein weiteres Merkmal nicht-stationarer Time Series, die durch
regelmalig wiederkehrende Muster charakterisiert sind. Diese Muster konnen auf naturliche
Zyklen wie Tageslichtschwankungen, Wetterbedingungen oder auf menschliche
Verhaltensmuster wie Arbeitswochen oder Feiertagszyklen zuriickzufihren sein. Die genaue
Untersuchung solcher Saisonalitaten ist entscheidend, da sie fur die Planung und Vorhersage in
vielen Bereichen wie Handel, Produktion und Dienstleistungen von grof’er Bedeutung sind
(Haben et al., 2023).

Ein Random Walk ist eine besondere Form von nicht- stationarer Time Series, bei der jeder neue
Wert durch das Hinzufuigen eines zufalligen Schritts zum vorherigen Wert entsteht. Diese Schritte
sind unabhéangig voneinander und zufallig, entweder nach oben oder nach unten. Der Mittelwert
bleibt gleich, aber die Varianz wird mit der Zeit immer grofler, da jeder Schritt die Unsicherheit
erhdht. Daher ist ein Random Walk nicht stationar und seine Richtung ist nicht vorhersagbar
(Huang & Petukhina, 2022).
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Abbildung 3: Beispiele von verschiedenen Time Series, welche stationdr und nicht-stationér sind

Die Uberpriifung der Stationaritit ist ein wesentlicher Schritt in der Time Series Analyse.
Methoden hierfir umfassen sowohl visuelle Inspektionen wie das Betrachten von Time Series
Diagrammen, als auch formale statistische Tests, die darauf abzielen, die Prasenz von

Einheitswurzeln oder anderen nicht-stationaritadten Indikatoren zu identifizieren (Haben et al.,

2023).

2.5 White Noise

White Noise (weiRes Rauschen) ist ein grundlegendes Konzept in der Time Series Analysis und
dient haufig als Baustein fir die Modellierung und Analyse von Time Series. Eine Time Series
{W,} wird als White Noise oder rein zufallige Serie bezeichnet, wenn sie laut (Huang & Petukhina,

2022) die folgenden Eigenschaften erflillt:

1.

Konstanter Erwartungswert: Der Mittelwert E (W, ) ist fur alle Zeitpunkte t konstant und
wird haufig mit u bezeichnet.

Konstante Varianz: Die Varianz Var(W;) ist ebenfalls fur alle Zeitpunkte t konstant und
betragt 2.
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3. Unkorrelierte Werte: FUr alle unterschiedlichen Zeitpunkte t # s gilt, dass die
Kovarianz Cov (W, W) gleich null ist. Dies bedeutet, dass die Werte der Time Series zu
unterschiedlichen Zeitpunkten statistisch unabhangig voneinander sind.

Zusatzlich zur Unkorreliertheit kann White Noise weitere Eigenschaften besitzen:

¢ Unabhangigkeit und Identische Verteilung (iid): Wenn die Werte unabhangig und
identisch verteilt sind, schreibt man {W,} ~ iid(u, 62) .

e Normalverteilung: Falls die Verteilung der Serie normal ist, wird dies
als {W,} ~ iid(u, 0,2) dargestellt.

White Noise wird oft in Time Series Modellen als Innovationsserie bezeichnet, da es
Informationen darstellt, die nicht beobachtbar sind. In technischen Anwendungen wird es haufig
als Modell fur Stérsignale oder zufallige Signale mit gleicher Intensitat Gber alle Frequenzen
verwendet. Es handelt sich um eine stationare Serie, da sowohl der Mittelwert als auch die
Varianz Uber die Zeit konstant bleiben (Huang & Petukhina, 2022).

Ein zentrales Merkmal von White Noise ist die Autokorrelationsfunktion (ACF). Fir White Noise
gilt, dass die Autokorrelation bei Verzdgerung k = 0 gleich eins ist (p(0) = 1) und fur alle
anderen Verzogerungen k # 0 gleich null (p(k) = 0). Dies bedeutet, dass es keine zeitlichen
Abhangigkeiten zwischen den Werten gibt (Huang & Petukhina, 2022).

Die Simulation von White Noise ist ein gangiges Werkzeug in der Time Series Analysis, um seine
Eigenschaften zu veranschaulichen. Beispielsweise kann eine normalverteilte White-Noise-Serie
mit u = 0 und, 0.2 = 1 generiert und analysiert werden. Ein entsprechender Time Series Plot
zeigt typischerweise eine Fluktuation um die horizontale Linie y = 0, wahrend der zugehdrige
Korrelationsplot (Korrelogramm) die charakteristische ACF von White Noise bestatigt, bei der die
Werte auller fur k = 0 unbedeutend sind (Huang & Petukhina, 2022).

White Noise ist somit ein grundlegendes Konzept, das sowohl in theoretischen Modellen als auch
in praktischen Anwendungen als Ausgangspunkt und Referenz dient, um komplexere Muster
oder Abweichungen in Time Series zu erkennen.

White Noise Time Series

Simulated White Noise

0 200 400 600 800 1000
Time

Abbildung 4: Simulierte White Noise Time Series
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3 TIME SERIES FORECASTING

Time Series Forecasting beschreibt die Methode, zukiinftige Werte einer Time Series basierend
auf historischen Daten und verfligbaren Informationen zu schatzen. Eine Zeitreihe wird durch
eine Abfolge von Datenpunkten definiert, die zu gleichmaRigen Zeitabstanden erfasst werden.
Ziel ist es, die Entwicklung der Time Series fur zukunftige Zeitpunkte zu schatzen, indem Muster,
Trends und saisonale Effekte in den Daten erkannt und modelliert werden (Haben et al., 2023).

Dabei gibt der Forecast Horizon (h) an, wie viele Schritte in die Zukunft die Vorhersage reicht.
Sie kdnnen auf unterschiedliche Weise erfolgen: 1-Schritt-Vorhersagen schatzen den nachsten
Punkt in der Zeitreihe und kdénnen iterativ verwendet werden, um mehrere Schritte
vorauszusagen. Alternativ kann eine direkte Vorhersage alle zukinftigen Werte in einem Schritt
berechnen. Wahrend iteratives Vorgehen flexibel ist, kann es durch kumulierende Fehler anfallig
fur Ungenauigkeiten sein, besonders bei langen Horizonten (Haben et al., 2023).

Historische Daten (L, L,,...,L,) bilden die Grundlage jeder Vorhersage, insbesondere wenn
saisonale Muster oder Trends in der Vergangenheit auftreten. Der Ausgangspunkt der
Vorhersage wird als Forecast Origin (t,,) bezeichnet, aus dem zuklnftigen Wert geschatzt
werden. Neue Daten kdnnen in das Modell integriert werden, um sogenannte Rolling
Forecasts zu erstellen, bei denen die Vorhersage kontinuierlich aktualisiert wird. Diese Methode
ist besonders nitzlich in Szenarien mit sich schnell andernden Bedingungen, da sie die neuesten
Informationen einbezieht (Haben et al., 2023).

Mathematisch lasst sich eine Zeitreihenvorhersage haufig in funktionaler Form darstellen, z. B.:

Lps1 = fLas s Lny Z1s ey Z1s B) + €pa

wobei f die Vorhersagefunktion ist, die auf den historischen Daten L, ..., L, und zusatzlichen
erklarenden Variablen 7y, ..., Z, basiert. B reprasentiert die Modellparameter, die optimiert
werden, um den Vorhersagefehler ¢,,, zu minimieren. Die Genauigkeit der Vorhersage hangt
stark von der Wahl der erklarenden Variablen und der Modellparameter ab. Beispielsweise
kénnen externe Faktoren wie Wetterdaten oder Preissignale in die Vorhersage integriert werden,
wobei ihre Relevanz mit zunehmendem Horizont abnimmt (Haben et al., 2023).

Neben Punktvorhersagen, die einzelne Schatzungen fur zukinftige Werte liefern, gibt es
auch probabilistische Vorhersagen, die Unsicherheiten in den Schatzungen quantifizieren. Diese
umfassen Vorhersagen von Quantilen, die Bereiche zuklinftiger Werte definieren (z. B. 10%-
Quantile), Dichtevorhersagen, die Wahrscheinlichkeitsverteilungen flr jeden Zeitpunkt liefern,
und Ensemble-Vorhersagen, die Werte aus einer multivariaten Wahrscheinlichkeitsverteilung
simulieren. Diese Ansatze sind rechenintensiver, liefern jedoch eine detaillierte Beschreibung der
Unsicherheiten und Abhangigkeiten in der Zeitreihe (Haben et al., 2023).

Time Series Forecasting Modelle werden in zwei Kategorien unterteilt, den statistischen Modellen
und den Kl-Modellen. In den nachsten Kapiteln werden diese Modelle und deren funktionsweise
genauer erlautert.
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3.1 ARIMA (Autoregressive Integrated Moving Average)

Das ARIMA-Modell (Autoregressive Integrated Moving Average) ist eines der bekanntesten
statistischen Modelle fir die Vorhersage von Time Series. Es wurde von Box und Jenkins (1970)
eingeflhrt und basiert auf der Annahme, dass zukiinftige Werte einer Time Series durch eine
lineare Kombination ihrer vergangenen Werte und der Fehlerterme beschrieben werden kdnnen.
ARIMA-Modelle haben sich in der Praxis durch ihre Flexibilitdt und den systematischen Ansatz
der sogenannten Box-Jenkins-Methodologie etabliert (Zhang, 2003).

Das ARIMA-Modell kombiniert nach Box und Jenkins (1970) drei Komponenten:

1. Autoregressive Komponente (AR): Beschreibt den Einfluss vergangener Werte auf den
aktuellen Wert der Time Series. Dies wird durch p-Lags der Time Series modelliert.

2. Integrated Komponente (l): Reduziert nicht-stationare Time Series durch
Differenzbildung, sodass sie stationar werden. Stationaritat ist eine notwendige
Voraussetzung fur die Anwendung von ARIMA.

3. Moving Average Komponente (MA): Modelliert den Einfluss vergangener Fehler auf
den aktuellen Wert der Time Series, basierend auf g-Lags der Fehlerterme.

Das ARIMA-Modell wird formal durch die folgende Gleichung nach Zhang (2003) definiert:

Ve = O+ G1Yeo1 + PoYi2 o+ Py
+ St - 91815_1 - ngt_z —_ qut—q,

wobei y; der aktuelle Wert, y,_; die vergangenen Werte, ¢, der zufallige Fehler und ¢;(i =
1,2,..,p) sowie 6;(j = 1,2, ..., q) die Modellparameter sind. Die Parameter p und g stehen fir die
Anzahl der AR-Lags und die Anzahl der MA-Lags. Der Grad der Differenzierung wird mit d
angegeben (Zhang, 2003).

Der Box-Jenkins-Ansatz nach Box und Jenkins (1970) fur die Modellierung von ARIMA umfasst
drei iterative Schritte:

1. Modellidentifikation: Identifikation der Parameterp,d und g anhand von Auto-
korrelations- (ACF) und Partialautokorrelationsfunktionen (PACF). Differenzbildung wird
angewendet, um die Time Series stationar zu machen.

2. Parameterabschatzung: Schatzung der Modellparameter durch Optimierungsverfahren
wie zum Beispiel nichtlineare Optimierungsverfahren.

3. Modellpriifung: Uberprifung der Modelladaquatheit mithilfe von Residualanalysen, um
sicherzustellen, dass keine systematischen Muster in den Fehlern verbleiben.

Dieser iterative Prozess wird so lange wiederholt, bis ein zufriedenstellendes Modell gefunden
wird, das die historischen Daten gut beschreibt (Zhang, 2003).

ARIMA ist durch seine Annahme einer linearen Struktur eingeschrankt, was bedeutet, dass es
nicht in der Lage ist, nichtlineare Muster in den Daten zu modellieren. In Situationen, in denen
die Time Series sowohl lineare als auch nichtlineare Muster aufweist, kann ARIMA allein keine
zufriedenstellenden Ergebnisse liefern (Zhang, 2003).
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ARIMA bleibt eines der wichtigsten Werkzeuge in der Time Series Analysis, insbesondere bei
linearen Time Series. Es bietet eine robuste Grundlage fiir die Modellierung, stéf3t jedoch an
seine Grenzen, wenn nichtlineare Strukturen in den Daten dominieren.

3.2 VAR (Vector Autoregression)

Ein Vector Autoregressive Modell (VAR)ist ein vielseitiges statistisches Werkzeug zur
Modellierung und Analyse von multivariaten Time Series. Es wird insbesondere verwendet, um
die gegenseitigen Abhangigkeiten zwischen mehreren Variablen in einem System zu
untersuchen. Anders als strukturelle 6konometrische Modelle erfordert ein VAR-Modell keine
Annahmen Uber kausale Beziehungen. Stattdessen werden alle Variablen in einem System als
endogen behandelt (Taiwo & Olatayo, 2013).

Ein VAR-Modell wird durch eine Gleichung definiert, in der jede Variable in einer Time Series als
lineare Funktion ihrer eigenen vergangenen Werte und der vergangenen Werte anderer Variablen
dargestellt wird. Die grundlegende Form fur ein VAR(p)-Modell ist nach Taiwo und Olatayo (2013)
wie folgt:

Xt = C + AlXt—l + Ath_z + -+ ApXt_p + gt

Hierbei ist X; ein Vektor der beobachteten Variablen zu Zeitpunkt t. Jede dieser Variablen hangt
von den verzogerten Werten aller Variablen im System ab. A; bildet Koeffizientenmatrizen
(k x k), die die Auswirkungen der verzdgerten Werte von X auf die aktuellen Werte beschreiben.
Es gibt eine solche Matrix fir jede Verzdgerung i (von 1 bis p). Die maximale Verzégerungsstufe
(Lag) p, die im Modell beriicksichtigt wird. Der Vektor &, beschreibt ein Vektor von Fehlertermen,
der als weiles Rauschen modelliert ist (Taiwo & Olatayo, 2013).

Eigenschaften und Anwendung

VAR-Modelle wurden urspringlich von Sims (1980) eingefihrt, um makro6konomische
Phanomene zu modellieren, ohne auf restriktive Annahmen angewiesen zu sein. Sie zeichnen
sich laut (Taiwo & Olatayo, 2013) durch folgende Vorteile aus:

1. Flexibilitat: Es ist nicht notwendig, exogene Variablen vorab zu spezifizieren, da das
Modell auf Endogenitat basiert.

2. Einfachheit: Die Modellidentifikation und Parameterabschatzung sind vergleichsweise
unkompliziert.

3. Vielseitigkeit: VAR-Modelle kénnen simultane Vorhersagen fur mehrere miteinander
verbundene Variablen liefern.

Fir die Anwendung eines VAR-Modells ist es entscheidend, die Stationaritat der Time Series zu
gewahrleisten. Dies wird durch Tests wie den Augmented Dickey-Fuller-Test Uberprift. Ein VAR-
Modell ist stabil, wenn die Eigenwerte der charakteristischen Gleichung auferhalb des
Einheitskreises liegen (Taiwo & Olatayo, 2013).
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VAR-Modelle haben sich als machtiges Werkzeug fir die Analyse komplexer wirtschaftlicher
Zusammenhange etabliert. Sie ermdglichen eine prazise Modellierung von Interdependenzen
zwischen Variablen und bieten robuste Vorhersagefahigkeiten, insbesondere in
makrodkonomischen Kontexten. Die Anwendung erfordert jedoch sorgfaltige Tests und
Modellvalidierung, um sicherzustellen, dass die Annahmen des Modells erflllt sind (Taiwo &
Olatayo, 2013).

3.3 LSTM (Long Short-Term Memory)

Long Short-Term Memory (LSTM) ist eine spezielle Form rekurrenter neuronaler Netzwerke
(RNNSs), die entwickelt wurde, um Langzeitabhangigkeiten in sequenziellen Daten zu modellieren.
Wahrend herkdmmliche RNNs mit zunehmender Sequenzldange an Leistung verlieren, da
wichtige Informationen Uber Zeit hinweg verblassen (sog. ,Vanishing Gradient Problem®), [6st
LSTM dieses Problem durch eine modulare Zellarchitektur, die Informationen gezielt speichert,
vergisst oder weitergibt (Yu, Si, Hu, & Zhang, 2019).

Die grundlegende Struktur einer LSTM-Zelle besteht laut (Yu et al., 2019) aus drei
Steuermechanismen, den sogenannten Gates:

o Forget Gate: Regelt, welche Informationen aus dem vorherigen Zellzustand verworfen
werden sollen.

e Input Gate: Entscheidet, welche neuen Informationen in den Zellzustand aufgenommen
werden.

o Output Gate: Bestimmt, welche Informationen basierend auf dem aktuellen Zellzustand
ausgegeben werden.

Forget Input Output A
gate gate gate
ct-1) B D \\ C(bt)
i) Ctanh>
1(?)
&(t U3
h(t-1) ")
. s L/

x(t)

Abbildung 5: Architektur eines LSTM mit einem Forget Gate (Yu et al., 2019).
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Diese Mechanismen ermoglichen es LSTM, sowohl kurzfristige als auch langfristige Muster in
Daten zu erkennen und zu nutzen. Der Zellzustand, der durch diese Gates gesteuert wird, fungiert
als eine Art Langzeitspeicher, wahrend die Ausgaben der LSTM-Zelle den Kurzzeitspeicher
reprasentieren (Yu et al., 2019).

Seit ihrer Einfuhrung durch Hochreiter und Schmidhuber (1997) wurden zahlreiche Varianten der
LSTM-Zelle entwickelt, darunter:

e LSTM mit Peephole-Verbindungen: Hier erhalten die Gates direkten Zugriff auf den
aktuellen Zellzustand, was zu praziseren Entscheidungen fuhrt.

o Gated Recurrent Unit (GRU): Eine vereinfachte Version der LSTM-Zelle mit weniger
Parametern, die jedoch ahnliche Ergebnisse liefert.

e Phased LSTM: Fligt zeitliche Steuermechanismen hinzu, um Aktualisierungen effizienter
zu gestalten.

e Tree-Structured LSTM: Speziell fir hierarchische Datenstrukturen, z. B. in der
Verarbeitung naturlicher Sprache.

Die Vielseitigkeit und Robustheit von LSTMs hat sie zu einer Schliisseltechnologie in der
kinstlichen Intelligenz gemacht. Sie finden Anwendung in Bereichen wie der Sprachverarbeitung,
maschinellen Ubersetzung, Time Series Forecasting und der Analyse sequenzieller Bilddaten. In
autonomen Fahrzeugen werden LSTMs beispielsweise zur Vorhersage von Bewegungsmustern
eingesetzt, wahrend sie in der Finanzbranche zur Analyse und Vorhersage von Markttrends
dienen (Yu et al., 2019).

Insgesamt bleibt LSTM eine der bedeutendsten Innovationen im Bereich der RNNs und ein
aktives Forschungsgebiet. Ihre Fahigkeit, komplexe Abhangigkeiten in Daten zu modellieren,
macht sie zu einem unverzichtbaren Werkzeug in der Verarbeitung sequenzieller Informationen
(Yu et al., 2019).

3.4 GRU (Gated Recurrent Unit)

GRU ist eine vereinfachte Variante von LSTM. Es verwendet zwei statt drei Gates: das Reset
Gate, das steuert, wie viel vergangene Informationen geléscht werden, und das Update Gate,
das entscheidet, wie viel der neuen Informationen behalten werden. Diese vereinfachte
Architektur macht GRU weniger rechenintensiv und gleichzeitig effizient. GRU eignet sich
ebenfalls gut fiir die Modellierung von Time Series mit nichtlinearen Mustern und kann in
Situationen mit begrenzten Rechenressourcen, wie bei eingebetteten Systemen im Auto,
eingesetzt werden (Leon-Medina et al., 2021).
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3.5 CNN (Convolutional Neural Networks)

Convolutional Neural Networks (CNNs) zahlen zu den am weitesten verbreiteten neuronalen
Architekturen im Deep Learning und wurden urspriinglich fiir bildbasierte Klassifikationsaufgaben
entwickelt. Ein zentraler Meilenstein in der Entwicklung dieser Netzwerke war das Modell LeNet-
5 von (LeCun, Bottou, Bengio, & Ha, 1998), das erfolgreich zur Erkennung handgeschriebener
Ziffern eingesetzt wurde. Die Grundidee hinter CNNs ist die Verwendung von Faltungsschichten,
um lokale Merkmale in strukturierten Eingabedaten zu erkennen. Dies geschieht durch das
Anwenden von Filterkernen, die bestimmte Muster detektieren — beispielsweise Kanten in Bildern
oder plotzliche Anstiege in Zeitreihen.

CNNs bestehen typischerweise aus einer Abfolge von Convolutional-Layern mit nichtlinearen
Aktivierungsfunktionen (z.B. RelLU), optionalen Pooling-Schichten zur Dimensionsreduktion
sowie abschlieBenden Dense-Schichten zur Entscheidungsfindung. Die geteilte Gewichtung
innerhalb der Faltungskerne sowie die Reduktion der Parameterzahl machen CNNs effizient und
gut generalisierbar — insbesondere bei hochdimensionalen Eingangsdaten (LeCun et al., 1998).

Obwohl CNNs urspringlich fur visuelle Aufgaben konzipiert wurden, lassen sie sich auch
erfolgreich auf zeitliche Daten anwenden. In solchen Anwendungen — haufig in Form von 1D-
CNNs - erfolgt die Faltung entlang der Zeitachse. Dadurch kdnnen wiederkehrende Muster und
lokale Abweichungen innerhalb von Sequenzen, wie etwa Temperaturschwankungen oder
Fahrzustandsanderungen, erkannt werden. Dies macht CNNs zu einer attraktiven Option fur
Aufgaben im Bereich des Zeitreihen-Forecastings, insbesondere wenn kurzfristige Dynamiken im
Vordergrund stehen (LeCun et al., 1998).

Durch ihre vergleichsweise geringe Komplexitat und gute Parallelisierbarkeit stellen CNNs ein
robustes Grundmodell dar, das haufig als Referenzarchitektur in Machine-Learning-Vergleichen
dient — auch im Bereich der fahrzeuginternen Sensorprognose (LeCun et al., 1998).

3.6 XGBoost (Extreme Gradient Boosting)

XGBoost (Extreme Gradient Boosting) gilt als eines der effizientesten und leistungsstarksten
Verfahren im Bereich des Uberwachten Lernens. Der Algorithmus wurde urspriinglich von Chen
und Guestrin (2016) vorgestellt und hat sich seither in zahlreichen Machine-Learning-
Wettbewerben als Industriestandard etabliert. Seine Starke liegt in der Kombination aus hoher
Vorhersagegenauigkeit, Rechenleistung und Robustheit gegenlber verschiedenen Datentypen
und -qualitaten.

Technisch basiert XGBoost auf dem Konzept des Gradienten-Boostings, bei dem eine Folge
schwacher Entscheidungsbdume sukzessive trainiert wird. Jeder Baum versucht, die Fehler
seines Vorgangers zu minimieren. XGBoost erweitert dieses Prinzip um Regularisierungstermini,
eine geschickte Speicherverwaltung und parallele Verarbeitung, was zu einer signifikant
gesteigerten Trainingsgeschwindigkeit fuhrt. Darlber hinaus unterstitzt der Algorithmus den
Umgang mit fehlenden Werten, automatische Feature-Selektion und spezialisierte Loss-
Funktionen, was ihn besonders flexibel einsetzbar macht (Chen & Guestrin, 2016).
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Im Vergleich zu klassischen neuronalen Netzwerken ist XGBoost vor allem bei tabellarischen
Datensatzen oft Uberlegen oder zumindest gleichwertig — insbesondere dann, wenn die
Datenstruktur keine expliziten zeitlichen oder rdumlichen Abhangigkeiten enthalt. Bei
Zeitreihenanwendungen, wie sie in dieser Arbeit untersucht wurden, stof3t XGBoost jedoch an
systembedingte Grenzen: Da es sich um ein nicht-sequenzielles Modell handelt, missen zeitliche
Informationen Uber manuell erzeugte Lag-Features in die Eingabestruktur eingebracht werden.
Die Modellierung erfolgt somit implizit Gber vergangene Werte, ohne dass das Modell selbst eine
echte zeitliche Dynamik versteht (Chen & Guestrin, 2016).

Trotz dieser Einschrankung bietet XGBoost eine starke Basisperformance und zeichnet sich
insbesondere durch sehr kurze Trainingszeiten und geringe Anforderungen an Hyperparameter-
Tuning aus. Seine hohe Reproduzierbarkeit, Stabilitat und Interpretierbarkeit machen es weiterhin
zu einer relevanten Benchmark im Umfeld datenbasierter Prognoseverfahren (Chen & Guestrin,
2016).

Durch die Verflugbarkeit in gangigen Bibliotheken (z. B. xgboost fir Python oder R) sowie seine
breite Akzeptanz in Forschung und Praxis, zahlt XGBoost auch heute noch zum Stand der
Technik in der datengetriebenen Modellierung — insbesondere bei Aufgabenstellungen, in denen
schnelle, robuste und gut interpretierbare Ergebnisse gefragt sind.

3.7 TCN (Temporal Convolutional Networks)

Temporal Convolutional Networks (TCN) stellen eine moderne Architektur zur Verarbeitung von
Sequenzdaten dar, die vollstandig auf Faltungsschichten basiert und dabei viele der Schwachen
klassischer rekurrenter Modelle tGberwindet. Urspriinglich systematisch untersucht und etabliert
wurde TCN durch Bai, Kolter und Koltun (2018), die in einer gro3 angelegten Studie verschiedene
konvolutionelle und rekurrente Ansatze miteinander verglichen.

Kernidee der TCN ist es, zeitliche Abhangigkeiten nicht sequenziell (wie bei RNNs, GRUs oder
LSTMs), sondern durch dilatierte kausale Faltungen abzubilden. Diese spezielle Form der
Faltung erlaubt es, die Reprasentation vergangener Zeitpunkte exponentiell zu erweitern, ohne
dass die Netzwerkstruktur zu tief oder rechenintensiv wird. Dadurch kdnnen auch weit
zurlickliegende Zeitpunkte effizient bericksichtigt werden, ohne auf rekurrente Verbindungen
oder explizite Speichermechanismen angewiesen zu sein (Bai et al., 2018).

Ein weiterer Vorteil von TCNs liegt in ihrer stabilen Gradientenverarbeitung und der besseren
Parallelisierbarkeit im Training. Wahrend RNN-basierte Modelle sequenziell trainiert werden
mussen, kénnen TCNs durch ihre rein konvolutionelle Struktur vollstandig parallelisiert werden,
was die Trainingsdauer deutlich reduziert. Darlber hinaus neigen sie weniger zu Problemen wie
Vanishing Gradients und sind insgesamt robuster gegenuber langen Abhangigkeiten (Bai et al.,
2018).

In der Praxis zeigte sich, dass TCNs in vielen Zeitreihenaufgaben - darunter auch
Sprachmodellierung, Sensordatenanalyse und Finanzprognosen — mindestens gleichwertig oder
Uberlegen gegenilber etablierten LSTM- und GRU-Architekturen performen. Besonders bei
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Aufgaben mit klar kausaler Struktur und hoher zeitlicher Tiefe spielen TCNs ihre Starken aus (Bai
et al., 2018).

Trotz dieser Vorteile sind TCNs in der industriellen Anwendung bislang seltener verbreitet als
LSTM-Modelle, was vor allem auf historische Praferenzen und Tooling zuriickzufihren ist. Mit
wachsender Verfugbarkeit in gangigen Frameworks wie Keras oder PyTorch sowie zunehmender
Rechenkapazitat steigt jedoch ihre Relevanz als leistungsfahige Alternative zu rekurrenten
Netzen.

3.8 Transformer Modelle

Transformer Modelle sind urspringlich flr natirliche Sprachverarbeitung entwickelt worden,
haben sich jedoch als sehr leistungsstark in der Time Series Analyse erwiesen. Im Gegensatz zu
rekurrenten Netzen verwenden sie keine Sequenzen, sondern setzen auf Selbstaufmerksamkeit
(Self-Attention), um Abhangigkeiten zwischen allen Positionen in einer Sequenz gleichzeitig zu
modellieren. Jedes Eingabeelement wird mit allen anderen Elementen verglichen, um deren
relative Wichtigkeit zu bestimmen. Transformer sind effizient, da sie parallele Berechnungen
ermdglichen, und eignen sich besonders fiir hochdimensionale Daten, wie sie in einem Auto mit
vielen Sensoren auftreten. Sie kdnnen komplexe Muster in Temperatursignalen erkennen und
Vorhersagen prazise treffen (C. Liu, Zhu, Hao, & Sun, 2025).

3.9 MabRe fur die Vorhersagegenauigkeit

Es gibt verschiedene Genauigkeitsmale flr die Vorhersagegenauigkeit. Zu den am haufigsten
verwendeten zahlen der Mean Absolute Error (MAE), der Mean Absolute Percentage Error
(MAPE), der Mean Square Error (MSE) und der Root Mean Square Error (RMSE) (Egger, 2022).

Der MAE misst die durchschnittliche absolute Differenz zwischen den tatsachlichen und den
vorhergesagten Werten, wodurch er ein einfaches Mal flr die Vorhersagegenauigkeit darstellt.

1 n
MAE = =" Iy =3l
n i=1

Der MAPE gibt den Fehler als Prozentsatz an und misst die durchschnittliche absolute
prozentuale Abweichung zwischen den vorhergesagten und den tatsdchlichen Werten (De
Myttenaere, Golden, Le Grand, & Rossi, 2016).

1 n
MAPE = —Z
n i=1
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Der MSE berechnet den Durchschnitt der quadrierten Differenzen zwischen den geschatzten und
den tatsachlichen Werten, wobei gréfdere Fehler starker gewichtet werden.

1o o
MSE = —z i —9)
n i

=1
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Der RMSE ist die Quadratwurzel des MSE und bietet eine Maf3zahl fir die Abweichungen, die in
den gleichen Einheiten wie die gemessenen Daten ausgedrickt wird.

1 n
RMSE = _Z- i =902
n i=1

Bei den angegebenen Formeln beschreibt y; die tatsachlichen Werte, y die vorhergesagten Werte
und n steht fur die Anzahl aller Vorhersagehorizonte. Die Anwendung der Formeln erfolgt nach
Tian et al. (2025) fur die ersten drei Formeln und nach Lei et al. (2025) fur die vierte Formel.

In dieser Arbeit werden die aul3erhalb der Stichprobe liegenden Vorhersagen der Temperaturen
fur alle Modelle in Bezug auf den RMSE und den MAPE als FehlermalRe bewertet. Diese Malie
wurden gewahlt, weil sie es ermoglichen, die Genauigkeit der Modelle effektiv zu vergleichen und
zu bewerten. Durch die Verwendung von RMSE und MAPE kann feststellen werden, wie nah die
Vorhersagen der Modelle an den tatsachlichen Werten liegen und wie groR3 die relativen
Abweichungen im Durchschnitt sind. Dies hilft, um die Zuverlassigkeit und Prazision der
verschiedenen Prognosemethoden besser zu verstehen.
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4 METHODIK

Die Methodik dieser Arbeit basiert auf einem strukturierten und systematischen Ansatz, der das
DSRM-Frameworks integriert, um die Ziele klar zu definieren, relevante Modelle zu evaluieren
und praktikable Lésungen zu entwickeln.

4.1 Einsatz von Kl

In dieser Arbeit kamen Kl-basierte Tools, hauptsachlich ChatGPT mit dem Model CatGPT4 zur
Unterstlitzung verschiedener Aufgaben zum Einsatz. Diese Werkzeuge unterstitzten
insbesondere bei der Korrektur von Grammatik und Rechtschreibung, der Optimierung und
Formatierung von Texten sowie bei der Strukturierung von Inhalten. Ihr Einsatz beschrankte sich
ausschlief3lich auf administrative Funktionen und die Verbesserung der sprachlichen Qualitat der
Arbeit. Es ist hervorzuheben, dass diese Tools keinen Einfluss auf die methodische
Herangehensweise oder die wissenschaftlichen Ergebnisse der Arbeit hatten.

4.2 Einfuhrung in den DSRM-Ansatz

Die Design Science Research Methodology (DSRM) wurde von (Peffers et al., 2007) als
strukturierter Forschungsrahmen flr die Entwicklung und Evaluierung innovativer Artefakte im
Bereich der Informationssysteme entwickelt. Im Gegensatz zu rein beschreibenden oder
theoriebasierten Forschungsansatzen zielt die DSRM auf die Gestaltung und Bewertung
praktischer Ldsungen fir reale Probleme ab. Die Methodologie basiert auf einem nominalen
Prozessmodell, das sechs iterativ anwendbare Aktivitaten umfasst.

1. Problemidentifikation und Motivation

In diesem ersten Schritt wird das zu I6sende Problem systematisch identifiziert und dessen
Relevanz begrindet. Die klare Problemdefinition ist entscheidend, da sie die Grundlage fur die
spatere Entwicklung eines Artefakts bildet. Die Motivation zielt darauf ab, die Bedeutung einer
Lésung sowohl wissenschaftlich als auch praktisch zu rechtfertigen.

2. Zieldefinition fiir eine Losung

Basierend auf der Problemstellung werden konkrete Zielkriterien fir eine erfolgreiche Lésung
abgeleitet. Diese kénnen quantitativer (z. B. Kennzahlen der Performanz) oder qualitativer Natur
(z. B. funktionale Anforderungen) sein. Die Ziele leiten sich logisch aus dem aktuellen Stand der
Technik und dem identifizierten Bedarf ab.

3. Design und Entwicklung

In dieser Phase wird das Artefakt — z. B. ein Modell, ein Verfahren, ein Prototyp oder ein System
— konzipiert und implementiert. Der Entwurf erfolgt basierend auf theoretischen Grundlagen sowie
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auf technologischem und domanenspezifischem Wissen. Der iterative Charakter der Methodik
erlaubt es, dieses Artefakt bei Bedarf mehrfach zu Gberarbeiten.

4. Demonstration

Das entwickelte Artefakt wird verwendet, um seine Anwendbarkeit auf das definierte Problem zu
zeigen. Dies kann durch Fallstudien, Experimente, Simulationen oder Proof-of-Concepts
geschehen. Ziel ist es, nachzuweisen, dass das Artefakt prinzipiell geeignet ist, das Problem zu
adressieren.

5. Evaluation

In der Evaluationsphase wird die Effektivitat des Artefakts hinsichtlich der zuvor definierten Ziele
gepriuft. Die Evaluation kann auf qualitativen oder quantitativen Methoden beruhen,
beispielsweise durch Vergleich mit bestehenden Ldsungen, Nutzerbefragungen oder
Leistungskennzahlen (z. B. RMSE, Genauigkeit). Wenn die Ergebnisse nicht zufriedenstellend
sind, erfolgt eine Ruckkopplung zu Schritt 3 (Design & Entwicklung), um das Artefakt weiter zu
verbessern.

6. Kommunikation

AbschlieRend werden Problemstellung, Artefakt, Methodik, Ergebnisse und Erkenntnisse an
relevante Zielgruppen kommuniziert — in der Regel uber wissenschaftliche Publikationen oder
praxisorientierte Berichte. Die strukturierte Darstellung entlang der DSRM-Schritte unterstutzt
eine transparente Nachvollziehbarkeit des Forschungsprozesses.

Process Iteration

Identity > Define > Design & > Demonstration > Evaluation | Communication
Problem Objectives of Development @»
& Motivate a Solution ] ® Observe how >
o S
Siciia 2 > . 3 Find suitable 3 & effective, g (=] Schola(fy
ominal process Define problem < g ifa context 5] clent £3 publications
i 2 Whatwoulda | @ H <2 oo a3
Sequence Show 2 better artifact | c . g3 a2 :
, g 2 et < Useartifactto | € & | lterate backto | & 2 Professional
o solve problem g design publications
g
b 4

Problem- Objective- Design & Client/
Centered Centered Development Context

Initiation Solution Centered Initiated
Initiation

Possible Research Entry Points

Abbildung 6: DSRM Prozess nach (Peffers et al., 2007)

Die DSRM st nicht strikt sequenziell, sondern erlaubt verschiedene Einstiegspunkte und
Ruickspriinge, was besonders in praxisnahen oder technischen Forschungsfeldern wie dem Time
Series Forecasting mit Kl von Bedeutung ist. Dadurch kénnen Forscher*innen flexibel auf
Zwischenergebnisse reagieren und ihr Artefakt gezielt verbessern.
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4.3 Problemidentifikation (DSRM-Schritt 1)

Die thermische Absicherung ist ein zentraler Bestandteil der Fahrzeugentwicklung, bei dem
sichergestellt werden soll, dass alle verbauten Komponenten — von der Leistungselektronik bis
zum Innenraum — innerhalb ihrer zulassigen Temperaturgrenzen betrieben werden kénnen. Ziel
ist es, sowohl die Lebensdauer von Bauteilen zu maximieren als auch den Fahrgastkomfort unter
allen klimatischen und betrieblichen Randbedingungen zu gewahrleisten (Scheer, Specht,
Hildebrand, Geissel, & Hein, 2018)

Zurzeit basiert der Absicherungsprozess hauptsachlich auf zwei Saulen: numerischen
Simulationsmethoden und physikalischen Dauerlauferprobungen. In der frihen Phase der
Entwicklung werden mithilfe von digitalen Prototypen thermische Bewertungen durchgefuhrt.
Dabei kommen Simulationstools wie CFD zum Einsatz. Diese Verfahren sind jedoch mit
erheblichen  Einschrankungen behaftet. Insbesondere die vollstidndige instationare
Simulation thermischer Belastungen tUber einen typischen Fahrzeuglebenszyklus (z. B. 7.500 h)
ist rechnerisch kaum durchflhrbar und daher nicht praktikabel (Eller, 2017).

In spateren Phasen wird zur Validierung auf reale Prototypen zurtickgegriffen, die in aufwendigen
Dauerlaufprogrammen unter extremen Umwelt- und Fahrbedingungen getestet werden. Diese
Erprobungen liefern wertvolle Daten, sind jedoch zeit- und kostenintensiv, erfordern spezielle
Messtechnik und liefern haufig nur punktuelle Einblicke in das thermische Verhalten des
Fahrzeugs. Zudem ist es kaum moglich, das vollstandige Spektrum an Nutzungsszenarien —
insbesondere hochdynamische oder seltene Belastungszustande — durch definierte
Referenzzyklen vollstandig abzubilden (Eller, 2017)

Die derzeitige Praxis fahrt somit zu einem Spannungsfeld zwischen
Simulationsnahe, Messaufwand und Abdeckungsgrad. Es entsteht die methodische Licke,
dass relevante thermische Zustande im Fahrzeugbetrieb nicht hinreichend prognostizierbar sind
— insbesondere nicht unter realistischen, instationaren Bedingungen.

Gleichzeitig stehen heute durch moderne Messsysteme und Fahrzeugvernetzung
zunehmend zeitlich hochaufgeléste Sensordaten zur Verfigung. Diese bieten das Potenzial,
mittels datengetriebener Zeitreihenmodelle — etwa auf Basis von Deep Learning-Architekturen
wie LSTM, GRU oder Transformer — prazise Temperaturvorhersagen zu generieren. Solche
Modelle kénnten bestehende Verfahren nicht nur ergédnzen, sondern auch neue Anwendungen
wie frihzeitige Risikowarnungen, adaptive Kuihllogik oder simulationsfreie Bewertung
thermischer Kollektive ermdglichen.

Die zentrale Forschungsfrage dieser Arbeit ergibt sich somit aus folgender Licke:

,Welche Kl-Methoden eignen sich am besten zur préazisen Vorhersage von Temperaturen im
Kontext der thermischen Absicherung von Fahrzeugen?*
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4.4 Zieldefinition (DSRM-Schritt 2)

Ziel dieser Arbeit ist die Entwicklung und Evaluation datengetriebener Prognosemodelle
zur Vorhersage von Temperaturverlaufen an verschiedenen Messstellen im Fahrzeug. Die
thermische Belastung einzelner Fahrzeugbauteile ist stark abhangig von Betriebszustanden,
Umwelteinflissen und Einbaupositionen. Eine prazise Prognose dieser Temperaturen ist von
hoher Relevanz fiir die thermische Absicherung, um Uberhitzung, vorzeitigen Verschlei oder
sicherheitsrelevante Ausfalle zu vermeiden.

Wahrend bisherige Methoden vor allem auf stationdren Simulationen oder aufwendigen
Dauerlauferprobungen beruhen, verfolgt diese Arbeit den Ansatz, zeitlich hochaufgeldste
Messdaten als Grundlage fur Time Series Forecasting zu verwenden. Diese Modelle sollen die
Temperaturentwicklung an den jeweiligen Messpunkten — verteilt Gber das gesamte Fahrzeug —
prazise vorhersagen und damit als erganzendes Werkzeug zur thermischen Absicherung dienen,
woraus sich folgende Hypothese ableitet:

»,Temperaturen von Sensoren der Messtechnik im Fahrzeug kénnen durch geeignete

KI-Modelle allein auf Basis bestehender CPC-Daten prézise vorhergesagt werden.

Die folgenden Anforderungen ergeben sich an ein geeignetes Prognosemodell:

¢ Hohe Vorhersagegenauigkeit: Fur alle betrachteten Messstellen soll ein mittlerer
absoluter prozentualer Fehler (Mean Absolute Percentage Error, MAPE) von
unter 10 % erreicht werden.

o Effiziente Trainingszeit: Die Modelle sollen in vertretbarer Zeit trainierbar sein, sodass
ein iteratives Optimieren der Architektur (z.B. durch Hyperparameter-Tuning oder
Modellvergleich) auch mit begrenzten Rechenressourcen moglich ist. Die Eignung flr
Embedded- oder Echtzeitanwendungen ist nicht das Ziel dieser Arbeit.

¢« Robustheit gegeniiber Datenheterogenitat: Die Modelle sollen mit realen Messdaten
arbeiten, die aus nicht-sequentiellen, unterschiedlichen Fahrszenarien stammen.

o Vergleichbarkeit der Modellgiiten: Verschiedene Modellarchitekturen (z.B. LSTM,
GRU, Transformer, CNN, statistische Modelle) werden hinsichtlich ihrer
Vorhersageleistung und Berechnungsaufwande systematisch gegenlibergestellt.

Fir die quantitative Bewertung werden folgende Zielgro3en herangezogen:
e MAPE (Mean Absolute Percentage Error) je Messstelle (Ziel: <10 %)
e RMSE (Root Mean Squared Error) als ergadnzende Fehlerkennzahl
e Training Time je Modell als Mal} fur Performanz

Das Ziel dieser Arbeit ist es, durch den systematischen Vergleich verschiedener
Prognosemodelle eine Modellarchitektur zu identifizieren, die die genannten Anforderungen
erfillt und so einen Beitrag zur effizienten, datengetriebenen thermischen Absicherung in der
Fahrzeugentwicklung leistet.
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4.5 Design und Entwicklung der Artefakte (DSRM-Schritt 3)

Im Rahmen dieses Schritts wurden auf Basis der zuvor definierten Zielkriterien geeignete
Artefakte in Form datengetriebener Prognosemodelle entwickelt. Ausgangspunkt bildete ein
strukturierter Verarbeitungsprozess, der mit der Aufbereitung und Transformation der Rohdaten
begann und in der schrittweisen Konstruktion und Implementierung unterschiedlicher
Modellarchitekturen mindete. Der Fokus lag dabei auf der Berucksichtigung zeitlicher
Abhangigkeiten durch geeignete Eingabeformate sowie der systematischen Modellierung mithilfe
klassischer Regressionsverfahren und moderner Kl-Ansatze. Fir jedes Artefakt wurden
Eingabestruktur, Modelltopologie und Trainingslogik gezielt angepasst. Die Entwicklung erfolgte
dabei iterativ in Python und wurde aufbauend auf den Erkenntnissen jeder lteration verfeinert.

451 Daten

Der Datensatz stammt von einem Fahrzeug des Unternehmens Mercedes Benz G GmbH mit
dem Modellnamen W465 und einem Ottomotor. Die Messdaten wurden mit einer Abtastrate
von 1Hz(eine Messung pro Sekunde) aufgezeichnet und umfassen eine Vielzahl
fahrzeugspezifischer Sensorwerte. Insgesamt betragt die Lange des Datensatzes 63.252
Sekunden, was einer Gesamtdauer von rund 17 Stunden und 34 Minuten entspricht. Die Daten
decken dabei verschiedene Fahrsituationen ab, wie z.B. Beschleunigung, Leerlauf oder
konstante Fahrt auf dsterreichischen Stralen an unterschiedlichen Tagen. Der Aufbau des
Fahrzeuges hat sich wahrend der Aufzeichnung der Messung nicht verandert. Der Datensatz
besteht aus zehn Sensoren der CPC (Central Powertrain Controller) und fiinf Sensoren, welche
nachtraglich mit Messtechnik angebracht wurden flr die Thermische Absicherung jener Bauteile.

Abbildung 8: Sensorpositionierung von der Seitenperspektive
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Abbildung 7 und Abbildung 8 zeigen die ungefahre Positionierung der verwendeten Sensoren.
Diese befinden sich nicht im selben Bauraum, sondern sind raumlich voneinander getrennt in
verschiedenen Fahrzeugkomponenten verbaut. Diese gezielte Streuung der Sensorpositionen
erhdht die funktionale Vielfalt der Eingangsdaten wund unterstitzt somit die
Generalisierungsfahigkeit der KI-Modelle.

Abbildung 9: Motorraum mit Temperaturmesstechnik (Dobmann, 2018)

Abbildung 10: Datenlogging der Temperatur- und CAN-Bus-Signale (Dobmann, 2018)

Abbildung 9 und Abbildung 10 veranschaulichen exemplarisch die im Versuchstrager verbaute
Messtechnik. Abbildung 9 zeigt den Motorraum mit installierter Temperaturmesstechnik zur
Erfassung thermischer Zustande wahrend des Fahrbetriebs. In Abbildung 10 ist das
Datenlogging-System dargestellt, das sowohl Temperaturdaten (griine Kabel rechts) als auch

CAN-Bus-Signale (runde Stecker links) im Unterboden des Kofferraums aufzeichnet (Dobmann,
2018).
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Die dargestellten Komponenten weisen eine hohe Ahnlichkeit zu jenen des verwendeten
Versuchsfahrzeugs W465 auf und veranschaulichen exemplarisch den typischen Aufbau der
Temperatur- und CAN-Datenerfassung in ahnlichen Prototypen

4.5.2 Vorverarbeitung: Lag-Erzeugung, Sequenzbildung und Skalierung

Zur Erfassung zeitlicher Abhangigkeiten wurden die Merkmale mittels Lagging-Verfahren um
vergangene Werte erweitert. Dabei wurde flr jedes ausgewahlte Merkmal nicht nur der aktuelle
Messwert, sondern zusatzlich eine definierte Anzahl an vergangenen Zeitpunkten
(Lags) berlcksichtigt. Konkret bedeutete dies, dass fur jedes Merkmal n Spalten erzeugt wurden,
die die Werte des Merkmals aus 1, 2, ... bis zu n Zeitschritten in der Vergangenheit enthielten
(z. B. Speed_lag1, Speed_lag2 usw.). Auf diese Weise entstand ein strukturierter Merkmalsraum,
der es den Modellen ermdglichte, zeitliche Muster, Trends oder kurzfristige Anderungen im
Systemverhalten explizit zu erfassen und in die Prognose einzubeziehen. Diese
Verzdgerungsinformationen sind insbesondere fiir sequenzbasierte Modelle wie GRU essenziell,
da sie dadurch Zugang zu dynamischen Entwicklungen Uber einen langeren Zeitraum hinweg

def create lagged df (df, target col, lag cols, n_lags):
df lagged = df[lag cols + [target col]].copy ()
for col in lag cols:
if col != target col:
for lag in range(l, n lags + 1):
df lagged[f"{col} lag{lag}"] = df[col].shift (lag)
return df lagged.dropna ()

Listing 4-1: Funktion fiir die Erstellung von Lags

AnschlieRend erfolgte — flr sequenzbasierte Modelle — die Bildung von Input-Sequenzen tber ein
Sliding-Window-Verfahren. Bei Modellen wie XGBoost wurden die gelaggten Daten anschlielRend
.geflattet” (d. h. in eine flache Eingabeform ohne Sequenzstruktur gebracht). Fir Deep-Learning-
Modelle wurde die Sequenzstruktur beibehalten.

def prepare sequences (df, target col, sequence length=10) :
X = df.drop(columns=[target col]) .values

y = df[target col].values

scaler = StandardScaler ()

X scaled = scaler.fit transform(X)

X seq, y seq = [], []

for i in range(len(X scaled) - sequence length):
X seq.append(X scaled[i:1 + sequence length])
y_seg.append(y[i + sequence length])

return np.array (X seq), np.array(y seq)

Listing 4-2: Funktion fiir die Skalierung und das Erstellen von Sequenzen
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Far alle neuronalen Netzwerke wurden die Eingabedaten mit einem StandardScaler z-
standardisiert. Die Skalierung erfolgte ausschliellich auf den Trainingsdaten und wurde
anschlieftend auf Validierungs- und Testdaten angewendet, um Daten-Leakage zu vermeiden

4.5.3 Trainings-, Validierungs- und Testsplit (70/15/15)

X train, X temp, y train, y temp = train test split(X all, y all,
test size=0.3, shuffle=False)

X val, X test, y val, y test = train test split (X temp, y temp,
test size=0.5, shuffle=False)

Listing 4-3: Trainings-, Validierungs- und Testdatensplit

Listing 5.1 zeigt die sequentielle Aufteilung des vorbereiteten Datensatzes in Trainings-,
Validierungs- und Testdaten im Verhaltnis 70/15/15. Die Funktion frain_test split stammt aus
dem Modul sklearn.model_selection der Python-Bibliothek Scikit-learn (Pedregosa et al., 2011)

Die Aufteilung erfolgt ohne zufélliges Mischen der Daten (shuffle=False), um die zeitliche Struktur
der Zeitreihendaten zu bewahren. Diese Malinahme ist essenziell fir pradiktive Modelle auf
sequentiellen Daten, da eine Durchmischung der Zeitpunkte zu einem sogenannten ,Data
Leakage” fihren kann — also dem unbeabsichtigten EinflieRen zukinftiger Informationen in das
Modelltraining.

Im ersten Schritt werden 70 % der Daten als Trainingsdaten (X train, y_train) verwendet,
wahrend die verbleibenden 30 % (X _temp, y_temp) in einem zweiten Schritt gleichmaRig in
Validierungs- und Testdaten (X val, y val sowie X test, y_test) aufgeteilt werden. Die
Validierungsdaten dienen der Modelloptimierung (z. B. zur Steuerung des Lernprozesses mittels
Early Stopping), wahrend die Testdaten zur abschliefenden Evaluierung des Modells
herangezogen werden. Letztere bleiben wahrend des gesamten Trainingsprozesses unberihrt
und bieten somit eine realistische Einschatzung der Generalisierungsfahigkeit des Modells auf
neue, unbekannte Daten.

Diese systematische und zeitlich konsistente Split-Strategie gewahrleistet eine methodisch
saubere Modellbewertung und verhindert Overfitting durch ,Data Leakage®.

4.5.4 Modelltraining mit Validierungsiiberwachung

Fir alle neuronalen Modelle (GRU, LSTM, CNN, TCN, Transformer) erfolgte das Training auf
dem Trainingsdatensatz mit kontinuierlicher Uberwachung der Validierungsdaten (Early Stopping
auf Basis der Validierungs-MSE).
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def build gru model (input shape) :

model = Sequential ([
GRU (30, return sequences=True, input shape=input shape),
Dropout (0.2),
GRU (30, return sequences=False),
Dropout (0.2),
Dense (15, activation="relu"),
Dense (1)

1)

model.compile (optimizer=Adam(learning rate=0.001), loss="mse")

return model

set seed(42)
early stop = EarlyStopping (monitor='val loss', patience=10,
restore best weights=True)
time callback = PreciseTimeCallback()
model gru = build gru model (input shape=(X train.shapel[l],
X train.shape([2]))
history gru = model gru.fit(
X train, y train,
validation data=(X val, y val),
epochs=50,
batch size=32,
callbacks=[early stop,time callback],

verbose=1

Listing 4-4: Training eines GRU_Modelles

Bei XGBoost und VAR wurde lediglich der Trainingsdatensatz verwendet; die Validierung erfolgte
erst im Anschluss Uber die Testdaten, da das Modell auRerhalb von Keras trainiert wurde.

4.5.5 Vorhersage auf Testdaten & Ergebnisdarstellung

Nach dem Training wurde jedes Modell auf dem Testdatensatz evaluiert. Zur Visualisierung und
Bewertung wurden Plotfunktionen von matplot.pyplot eingesetzt, die sowohl den Verlauf der
tatsachlichen und vorhergesagten Werte als auch die Verteilung Uber Temperaturbereiche
(Binning) abbilden.

Zusatzlich wurden quantitative Metriken wie RMSE, MAPE, Trainingszeit und Epochenanzahl
aufgezeichnet.
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4.5.6 Iteration 1: Baseline-Vergleich statistisch Modelle vs. KI

In der ersten lIteration wurden drei unterschiedliche Modelltypen zur Vorhersage der
Zielvariable Sensor 1 (Sen_1) verglichen: das klassische statistische Verfahren VAR (Vector
Autoregression), das rekurrente neuronale Netz GRU (Gated Recurrent Unit) sowie ein
einfaches 1D-Convolutional Neural Network (CNN). Ziel war es, eine fundierte Baseline zu
schaffen und zu untersuchen, inwiefern moderne Deep-Learning-Modelle bei gleichbleibendem
Input das Potenzial haben, komplexere Muster zu erfassen als lineare Verfahren.

Das VAR-Modell wurde auf einem vollstandig tabellarischen Datensatz trainiert. Die Eingabe
bestand aus einem festen Lag-Set von 15 Zeitschritten (entsprechend maxlags = 15), wobei
neben der Zielgrélte Sen 1 auch alle Features des Datensatzes einbezogen wurden. Die
Vorhersage erfolgte Uber ein Rolling-Forecast-Verfahren auf Testdaten, bei dem jeweils ein
Schritt voraus prognostiziert wurde. Die jeweils neu vorhergesagte Zielgrole wurde zur
Fortschreibung des Forecasts genutzt, um eine realistische Evaluationssituation zu simulieren,
bei der zukinftige Ist-Werte nicht verfiigbar sind.

Das GRU-Modell verarbeitete die Daten in Form von langeren Sequenzen. Vor dem Training
wurde der Datensatz Uber eine Kombination aus Lagging und Sliding-Window-Technik
vorbereitet. Dabei wurden fir 20 vergangene Zeitpunkte je 15 Lagged-Features erzeugt
(z.B. Speed_lag1, Speed lag2, ..., Speed lag15), und aus diesen Zeitfenstern der Lange 20
wurde ein 3D-Tensor als Eingabe fur das GRU-Netzwerk erstellt. Der Vorteil dieses Aufbaus liegt
in der Fahigkeit, komplexe zeitliche Abhangigkeiten Uber mehrere Feature-Zeilen hinweg
abzubilden. Das Modell bestand aus zwei gestapelten GRU-Schichten mit je 30 Einheiten sowie
einer nachfolgenden Dense-Schicht zur Ausgabe der Temperaturprognose.

Das CNN-Modell nutzte im Gegensatz dazu keine Sequenzfenster mit 0 Lags. Auch hier wurde
ein Sliding-Window-Verfahren angewandt, allerdings mit geringerer zeitlicher Tiefe und 1D-
Faltung Uber jeweils einzeilige Input-Fenster (Kernel-Gré3e = 1). Damit sollte untersucht werden,
ob auch bei lokal begrenzten Kontextinformationen bereits brauchbare Muster fir die Vorhersage
extrahiert werden kdnnen. Das Modell bestand aus einer einzelnen Convolutional-Schicht mit
Dropout sowie einem globalen Mittelwertpooling und einem zweischichtigen Dense-Block zur
Vorhersageausgabe.

Alle Modelle wurden unter identischen Rahmenbedingungen getestet: gleiche ZielgroRe (Sen_1),
identische Aufteilung in Trainings-, Validierungs- und Testdaten (zeitlich sortiert, ohne Shuffle),
sowie die gleiche Performancebewertung tber RMSE und MAPE. Die Trainingsdauer wurde
mittels Callback gemessen und dokumentiert.

Die Ergebnisse aus dieser Iteration zeigen bereits deutliche Unterschiede in der Modellgite
zwischen den Verfahren. Wahrend VAR durch seine lineare Struktur gewisse Einschrankungen
bei nichtlinearen Zusammenhangen aufwies, zeigten GRU und CNN insbesondere bei stark
variierenden Temperaturverldufen eine verbesserte Anpassungsfahigkeit. Diese Beobachtung
legte die Grundlage fir die weiterfiihrenden Iterationen, in denen der Einfluss der Featureanzahl
und Modellkomplexitat vertieft untersucht wurde.
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4.5.7 Iteration 2: Vergleich KI-Modelle mit wenigen Features

In der zweiten lIteration lag der Fokus auf der Modellierung realistischer Szenarien, in denen die
Temperaturentwicklung im Fahrzeug auf Basis typischer Fahrprofile vorhergesagt werden soll —
also mit begrenztem Input. Die Zielsetzung war es, die Leistungsfahigkeit verschiedener
Modellarchitekturen bei eingeschrankter Merkmalsauswahl zu vergleichen und deren Eignung
zur Erkennung fahrdynamischer Muster zu bewerten.

Dazu wurden nur sechs Merkmale verwendet, um fahrzeugspezifische Zustédnde beschreiben:
o Fahrzeuggeschwindigkeit (Speed)
o Motordrehzahl (Eng_Speed)
e Motordrehzahl (Eng_Torque)
o AuBentemperatur (Outside Air_Temp)
e Gang (Gear)
o Liftergeschwindigkeit (Fan_Speed)

Diese Merkmalskombination stellt eine abstrahierte Beschreibung des Fahrverhaltens dar und
bildet typische Fahrsituationen wie Beschleunigung, Konstantfahrt oder Umgebungseinfliisse ab.

Die Zeitreihendaten wurden erneut tber ein Sliding-Window-Verfahren mit einer Lange von 15
Sequenzen verarbeitet. Daraus entstanden Eingabematrizen flr sequenzbasierte Modelle. Fir
XGBoost hingegen wurden diese Sequenzen auf flache Vektoren reduziert (Flattening), sodass
das Modell klassische, nicht-sequenzielle Regressionsbaume verwenden konnte.

Zusatzlich wurden fur jedes der gewahlten Merkmale 20 Lags erzeugt, um auch vergangene
Werte in die Vorhersage einzubeziehen. Diese Verzdgerungswerte wurden insbesondere bei
XGBoost in die flachen Eingabematrizen integriert, waren jedoch auch fir die rekurrenten und
konvolutionellen Modelle Bestandteil der Eingabesequenzen.

Zum Einsatz kamen sechs Modelltypen fir jeweils finf Sensoren:

Tabelle 1: Modellarchitektur (Iteration 2)

Model Target  Featues Sequenzen Lags Layer Batche_Size Epochs
LSTM 1 6 15 20 2 32 50
GRU 1 6 15 20 2 32 50
CNN 1 6 15 20 2 32 50
XGBoost 1 6 1 20 1 - -
TCN 1 6 15 20 1 32 50
Transformer 1 6 15 20 1 32 50
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e LSTM (Long Short-Term Memory): ebenfalls rekurrent, jedoch mit expliziten
Speichermechanismen, die besonders bei langanhaltenden Mustern oder Lastwechseln
von Vorteil sind.

¢ GRU (Gated Recurrent Unit): rekurrentes Netzwerk mit zwei GRU-Schichten, ausgelegt
auf das Erfassen sequentieller Muster im Fahrverlauf.

e CNN (1D Convolutional Neural Network): modelliert lokale Muster im Fahrprofil, etwa
durch wiederholte Beschleunigungsphasen oder abrupte Geschwindigkeitswechsel.

¢ XGBoost: als nicht-sequenzielles Ensembleverfahren, das alle Zeitpunkte der Sequenz
in flacher Form verarbeitet und strukturierte Beziehungen Uber Entscheidungsbaume
abbildet.

e TCN (Temporal Convolutional Network): nutzt dilatierte Faltungen zur Abdeckung
langfristiger Zusammenhange, bleibt dabei aber vollstandig konvolutionell und gut
parallelisierbar.

o Transformer: verarbeitet die gesamte Sequenz gleichzeitig mittels Multi-Head-Attention,
wodurch auch weiter entfernte Abhangigkeiten im Fahrverlauf berlcksichtigt werden
kénnen.

Fir XGBoost wurde das 3D-Inputformat der Sequenzen zu einem 2D-Matrixformat umgeformt.
Jeder Zeitschritt der Sequenz wurde in die Feature-Dimension integriert, wodurch das Modell
eine hohe Inputkomplexitat erhielt, ohne jedoch die Sequenzstruktur explizit zu modellieren. Dies
ermdglicht einen fairen Vergleich mit sequenzverarbeitenden Modellen unter identischer
Datengrundlage.

Alle neuronalen Modelle wurden mit identischen Daten (zeitlich sortierter Train/Val/Test-Split
ohne Shuffle) trainiert. Wahrend GRU, LSTM, CNN, Transformer und TCN wahrend des Trainings
kontinuierlich auf einem separaten Validierungsdatensatz tberwacht wurden (Early Stopping
basierend auf der Validierungsverlustfunktion), wurde das XGBoost-Modell ausschlief3lich auf
dem Trainingsdatensatz trainiert. Eine Validierung erfolgte hier erst im Anschluss Uber die
Testdaten, da das Modell aulRerhalb von Keras ausgefiihrt wurde und keine automatische
Validierungseinbindung erfolgte.

Alle Modelle wurden auf die Minimierung des mittleren quadratischen Fehlers (MSE) optimiert.
Zusatzlich wurden die Trainingszeit, die Anzahl der verwendeten Epochen (sofern zutreffend)
sowie RMSE und MAPE als zentrale Evaluationsmetriken aufgezeichnet. Die XGBoost-
Trainingsdauer wurde separat mit einer Stoppuhr gemessen.

Diese Iteration ermdglichte einen umfassenden Vergleich der Modelle unter eingeschrankter
Informationslage und schuf damit eine realitdtsnahe Grundlage fur die Bewertung, wie effektiv
temperaturrelevante Zustande allein aus typischen Fahrprofilen rekonstruiert werden konnen. Die
gewonnenen Erkenntnisse bildeten die Ausgangsbasis fur die nachfolgende dritte Iteration mit
erweitertem Merkmalsraum.
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4.5.8 lIteration 3: Gleiche Modelle, aber mit allen verfugbaren Features

In der dritten Iteration wurde die bisherige Vorgehensweise aus Iteration 2 beibehalten, jedoch
gezielt um zusatzliche Eingabedaten erweitert. Ziel war es, die Wirkung eines umfangreicheren
Merkmalsraums auf die Vorhersageglte zu untersuchen — insbesondere, ob sich durch die
Integration zusatzlicher sensorischer Informationen aus der Fahrzeuginfrastruktur eine
signifikante Verbesserung der Modellleistung erzielen Iasst.

Wahrend in der zweiten lteration lediglich finf fahrprofilbezogene Merkmale berlcksichtigt
wurden, wurden in dieser Phase mehrere Temperatursensoren aus dem CPC-System (Central
Powertrain Controller) in das Feature-Set aufgenommen. Dazu zahlten folgende Features:

o Oltemperatur (Oil_Temp)

o Turbolader-Temperatur (Turbo_Oil_Temp)

o Partikelfilter-Temperatur (Particle_Filt_Temp)
o Getriebedls-Temperatur (Trans_Oil_Temp)

Diese Sensoren liefern direkte thermische Messwerte aus verschiedenen Bauteilen und
ermoglichen hoffentlich eine prazisere Erfassung des thermischen Verhaltens im Fahrzeug.

Die ubrige Datenvorbereitung und Modellarchitektur blieben unverandert: Es wurde weiterhin eine
Sequenzlange von 15 verwendet, erganzt durch 20 Lags pro Merkmal. Die Sliding-Window-
Logik, das Flattening fur XGBoost sowie der Daten-Split (Train/Validation/Test ohne Shuffle)
entsprachen exakt der Vorgehensweise der vorangegangenen lteration. Auch die sechs
Modellarchitekturen — GRU, LSTM, CNN, Transformer, TCN und XGBoost — kamen erneut zum
Einsatz, wodurch ein direkter Vergleich zur reduzierten Merkmalskonfiguration méglich wurde.

Durch den erweiterten Input erhdhte sich die Komplexitat des Modells sptirbar. Insbesondere die
sequenzbasierten neuronalen Netze mussten nun eine hohere Anzahl an Eingangskanalen
verarbeiten. XGBoost verarbeitete die erweiterten Features ebenfalls durch Erweiterung der
flachen Vektoren, was zu einer deutlich erhéhten Inputdimension fiihrte. Die Netzarchitekturen
selbst wurden jedoch nicht angepasst, um die Vergleichbarkeit zwischen den Iterationen
sicherzustellen.

Tabelle 2: Modellarchitektur (Iteration 3)

Model Target  Featues Sequenzen Lags Layer Batche_Size Epochs
LSTM 1 10 15 20 2 32 50
GRU 1 10 15 20 2 32 50
CNN 1 10 15 20 2 32 50
XGBoost 1 10 1 20 1 - -
TCN 1 10 15 20 1 32 50
Transformer 1 10 15 20 1 32 50
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Auch in dieser Iteration wurden alle Modelle uber die mittlere quadratische Abweichung (MSE)
optimiert. Fir GRU, LSTM, CNN, TCN und Transformer kam erneut Early Stopping mit
Validierungsiiberwachung zum Einsatz. XGBoost wurde wie zuvor ohne Validierung wahrend des
Trainings ausgeflhrt und nachtraglich auf dem Testset evaluiert.

Die Evaluationsmetriken umfassten wie zuvor RMSE, MAPE, Trainingszeit sowie — bei
neuronalen Netzen — die effektive Epochenanzahl. Ziel war es, Unterschiede in der Modellgtite
und Robustheit in Abhangigkeit von der Datenvielfalt zu quantifizieren.

Diese dritte lteration ermdglichte eine differenzierte Bewertung des Mehrwerts zusatzlicher
physikalisch motivierter Sensordaten. Sie zeigte auf, welche Modelltypen besonders von der
zusatzlichen Information profitierten — und ob sich der erhéhte Datenaufwand durch signifikant
bessere Vorhersageergebnisse rechtfertigen liel3.

4.6 Demonstration (DSRM-Schritt 4)

Zur Demonstration der Funktionsfahigkeit der entwickelten Modelle wurde ein durchgangiger
Anwendungsfall zur Temperaturvorhersage anhand realer Fahrzeugdaten umgesetzt. Alle
Modelle der drei lterationen wurden erfolgreich trainiert und in einem Rolling-Forecast-Szenario
auf Testdaten eingesetzt, um die Zielgréen vorherzusagen.

In jeder Iteration wurde ein standardisiertes Vorgehen angewandt, bei dem die Modelle flr jeden
Zeitschritt des Testsets eine Ein-Schritt-Vorhersage erzeugten. Bei sequenzbasierten
Architekturen (GRU, LSTM, CNN, TCN, Transformer) erfolgte die Vorhersage basierend auf
einem Sliding-Window mit einer Sequenzldnge von 15. Fir XGBoost wurde dieses
Sequenzfenster zuvor in eine flache Eingabematrix transformiert. Das VAR-Modell verwendete
hingegen direkt 15 Lags der Ziel- und Eingangsvariablen im klassischen tabellarischen Format.

VAR Model: Sen_1 Ground Truth vs. Predicted
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Abbildung 11: Vorhersagen mit einem VAR-Modell (Iteration 1)
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VAR Model: Sen_1 Ground Truth vs. Predicted
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Abbildung 12: Vorhersagen von Temperatur-Bins mit einem VAR-Modell (Iteration 1)

Zur Visualisierung der Modellglite wurden fir alle Modelle Zeitreihenplots erstellt, in denen die
vorhergesagten Werte den tatsachlichen Messwerten gegenibergestellt wurden. Diese
Darstellung diente als qualitativer Nachweis dafir, dass die Modelle prinzipiell in der Lage sind,
relevante Muster in den Temperaturverlaufen zu erkennen. Erganzend wurden Binned-Plots
erzeugt, die die zeitliche Verweildauer in bestimmten Temperaturbereichen flir Vorhersage und
Ground Truth gegentberstellten. Dadurch liel3 sich prifen, ob die Modelle nicht nur Punktwerte,
sondern auch die Haufigkeitsverteilungen plausibel nachbilden.

Alle Modelle wurden unter identischen Bedingungen hinsichtlich Datensatzen, ZielgroRe,
Trainingsmethodik und Optimierungsziel (MSE) implementiert. Die Trainingszeit wurde jeweils
protokolliert, und bei den neuronalen Modellen kam ein Early-Stopping-Mechanismus basierend
auf einem Validierungsdatensatz zum Einsatz. XGBoost wurde dagegen ohne eingebettete
Validierung trainiert, seine Bewertung erfolgte ausschlie3lich Uber das Testset.

Die erfolgreiche Durchfuihrung aller drei lterationen sowie die konsistente Integration der Modelle
in eine gemeinsame Trainings- und Vorhersagepipeline zeigen, dass das entwickelte System
grundsatzlich in der Lage ist, auf Basis realer Fahrzeugdaten robuste Temperaturprognosen zu
liefern. Die im nachsten Kapitel folgende Evaluation liefert eine vertiefte quantitative Analyse zur
Modellgite und vergleicht die Leistungsunterschiede zwischen den getesteten Architekturen und
Konfigurationen.
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4.7 Evaluation (DSRM-Schritt 5)

Im Rahmen der Evaluation werden die im Designkapitel entwickelten Modelle hinsichtlich ihrer
Vorhersageglte, Trainingsdauer und Robustheit systematisch gepriift. Ziel ist es, auf Basis
definierter Metriken — insbesondere des mittleren absoluten prozentualen Fehlers (MAPE), der
Wurzel des mittleren quadratischen Fehlers (RMSE) sowie der Trainingszeit — vergleichbare
Aussagen Uuber die Leistungsfahigkeit der verschiedenen Modellansatze zu treffen.
Die Evaluation folgt der Struktur der drei lterationen aus dem Entwicklungsteil und ermdglicht
damit eine schrittweise Ableitung von Verbesserungspotenzialen. Neben der Darstellung
einzelner Modell-Sensor-Kombinationen werden auch aggregierte Durchschnittswerte betrachtet,
um UObergreifende Muster und Starken der Modellarchitekturen zu identifizieren.
Dartber hinaus wird diskutiert, inwieweit die Modellleistung durch unterschiedliche
Eingabemerkmale, Sequenzlangen und Modelltypen beeinflusst wurde — mit dem Ziel,
Handlungsempfehlungen flr den praktischen Einsatz datengetriebener Temperaturprognosen im
Fahrzeugumfeld abzuleiten.

471 lteration 1

In der ersten lIteration wurde die Modellgite der drei getesteten Ansatze anhand der
Metriken MAPE, RMSE sowie der bendtigten Trainingszeit evaluiert. Die nachfolgende Tabelle
zeigt die Ergebnisse der Modelle CNN, GRU und VAR fur die Vorhersage der Zielgré3e Sen_1
mit allen Features des Datensatzes, auler den anderen Zielgréfen (Sen_2 — Sen_5):

Tabelle 3: Modellperformance (lteration 1)

Model Sensor MAPE (%) RMSE Zeit (s) Epochen
CNN Sen_1 5,66 5,987 66,2 45
GRU Sen_1 3,44 3,921 154,4 18
VAR Sen_1 5,58 5,940 2 0

Das GRU-Netzwerk erreichte mit 3,44% MAPE und 3,921 RMSE die beste Prognose-
genauigkeit, gefolgt vom statistischen VAR-Modell. Trotz seiner deutlich langeren Trainingszeit
von 154,4 Sekunden profitierte das GRU-Modell von seiner Fahigkeit, langere Sequenzverlaufe
zu erfassen und nichtlineare Zusammenhange zu modellieren. Das CNN-Modell lieferte solide
Ergebnisse bei deutlich kirzerer Trainingszeit, konnte aber insbesondere bei stark
schwankenden Temperaturverlaufen nicht an die Genauigkeit der GRU-Architektur heranreichen.

Das VAR-Modell zeigte mit 5,58 % MAPE eine vergleichbare Leistung zum CNN, bendtigte
jedoch kaum Trainingszeit, da es auf geschlossenen Gleichungssystemen basiert und nicht
iterativ optimiert werden muss. Dies macht es in Szenarien mit limitierten Ressourcen weiterhin
interessant, jedoch limitiert in der Modellierung komplexer Zusammenhange.
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Die Resultate dieser ersten lteration bestatigen die Eignung sequenzbasierter KI-Modelle fir
Aufgaben des Time-Series Forecasting. Aufgrund ihrer Uberlegenen Vorhersagegite bieten
insbesondere rekurrente Netzwerke wie GRU ein deutliches besseres Potenzial zur praziseren
Abbildung thermischer Verlaufsmuster, als statistische Modelle wie VAR oder CNN ohne zeitliche
Komponenten. Diese Erkenntnis bildet eine fundierte Basis, um in den folgenden lIterationen
gezielt auf Deep-Learning-Architekturen zu fokussieren und den Einfluss verschiedener
Eingabekonfigurationen systematisch zu untersuchen.

In den nachsten Abbildungen sind die Vorhersagen der drei Modelle und ihre tatsachlichen Werte
zu sehen.
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Abbildung 13: Vorhersagen mit einem CNN-Modell (Iteration 1)

GRU Model: Sen_1 Ground Truth vs. Predicted
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Abbildung 14: Vorhersagen mit einem GRU-Modell (lteration 1)
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VAR Model: Sen_1 Ground Truth vs. Predicted
RMSE: 5.94 | MAPE: 5.58%
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Abbildung 15: Vorhersagen mit einem VAR-Modell (Iteration 1)

4.7.2 lteration 2

In der zweiten Iteration wurde der Fokus auf ein realistisches Anwendungsszenario gelegt, bei
dem die Temperaturverldaufe im Fahrzeug allein auf Basis typischer Fahrprofile vorhergesagt
werden sollten. Entsprechend kamen nur sechs zentrale Merkmale zum Einsatz, die das
Fahrverhalten grob charakterisieren. Ziel war es, die Leistungsfahigkeit verschiedener Deep-
Learning-Modelle im Vergleich zu einem klassischen Ensemble-Verfahren (XGBoost) unter
eingeschrankter Informationslage zu evaluieren.

Die Modelle wurden erneut auf die ZielgréRe Sen_1 bis Sen_5 trainiert und mit identischem
Daten-Split evaluiert. Die nachfolgende Ubersicht zeigt exemplarisch die besten Ergebnisse fiir
alle finf Sensoren:

Tabelle 4: Modell mit niedrigster MAPE und RMSE je Sensor (Iteration 2)

Model Sensor MAPE (%) RMSE Zeit (s) Epochen
XGBoost Sen_1 4,87 5,624 14,4 0
XGBoost Sen_2 2,55 3,406 13,1 0
XGBoost Sen_3 8,55 3,169 13,2 0
XGBoost Sen_4 8,33 25,506 13,1 0
GRU Sen_5 3,97 4,228 86,4 11

Zur weiteren Analyse wurde fliir jedes Modell der Durchschnittswert Uber alle Sensoren
berechnet:
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Tabelle 5: Durchschnittliche Modellleistung tiber alle Sensoren (lIteration 2)

Model MAPE (%) RMSE Zeit (s) Epochen
GRU 6,39 10,148 157,0 18,6
LSTM 7,18 10,853 157,0 22,2
CNN 8,06 12,078 106,2 22,4
XGBoost 6,00 8,585 13,4 -
TCN 7,80 12,493 209,9 16,0
Transformer 6,32 9,385 469,9 20,2

Die besten Mittelwerte in Bezug auf die Prognosegiite erreichte XGBoost, welches bei deutlich
geringerer Rechenzeit eine MAPE von 6,00 % und eine RMSE von 8,585 erreichte. Damit zeigte
sich, dass klassische Regressionsbaume unter reduziertem Input konkurrenzfahige Ergebnisse
erzielen kénnen.

Dennoch lieferten auch GRU und Transformer vergleichbare Genauigkeitswerte. LSTM, TCN und
CNN schnitten tendenziell etwas schwacher ab, insbesondere bei komplexeren
Temperaturverlaufen.

Insgesamt lagen die Vorhersagen aller getesteten Modelle in einem akzeptablen Fehlerbereich.
Allerdings konnte der tatsachliche Temperaturverlauf insbesondere in Phasen mit starken
Schwankungen nicht immer exakt rekonstruiert werden. Die Prognosen wiesen teilweise
deutliches Rauschen (Noise) auf, was sich in unsteten Vorhersagekurven und erhdhten
Fehlerwerten bei abrupten Anderungen zeigte. Dieses Verhalten deutet darauf hin, dass mit den
eingeschrankten Merkmalen nicht alle relevanten Einflussgroflen des thermischen
Systemverhaltens erfasst werden konnten.

Die Ergebnisse dieser Iteration unterstreichen, dass sich auch bei begrenztem Informationsgehalt
prazise Vorhersagen erzielen lassen — sowohl mit sequenzbasierten Netzarchitekturen als auch
mit klassischen Verfahren wie XGBoost. Die Tatsache, dass XGBoost ohne Validierung und mit
minimalem Trainingsaufwand konkurrenzfahig bleibt, verdeutlicht das Potenzial einfacher
Modelle in ressourcenlimitierten Umgebungen.

Gleichzeitig belegen die Ergebnisse, dass komplexere zeitliche Zusammenhange durch Deep
Learning gezielt modelliert werden kénnen — was insbesondere fiir weiterflihrende Anwendungen
mit héherer Feature-Komplexitat relevant ist und die Motivation fir Iteration 3 liefert.

In den nachsten Abbildungen sind die Vorhersagen der funf Sensoren aus verschiedenen
Modellen der zweiten Iteration und ihre tatsdchlichen Werte zu sehen.
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TCN Model: Sen_1 Ground Truth vs. Predicted
RMSE: 7.42 | MAPE: 6.28%
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Abbildung 16: Vorhersage von Sen_1 mit einem TCN-Modell (lteration 2)
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Abbildung 17: Vorhersage von Sen_2 mit einem XGBoost-Modell (Iteration 2)
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Abbildung 18: Vorhersage von Sen_3 mit einem Transformer-Modell (Iteration 2)
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LSTM Model: Sen_4 Ground Truth vs. Predicted
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Abbildung 19: Vorhersage von Sen_4 mit einem LSTM-Modell (Iteration 2)

GRU Model: Sen_5 Ground Truth vs. Predicted
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Abbildung 20: Vorhersage von Sen_5 mit einem GRU-Modell (Iteration 2)

Zur umfassenden Analyse der Modellgite wurden alle Vorhersageergebnisse der sechs
eingesetzten Modellarchitekturen fiir die Sensoren Sen_1 bis Sen_5 systematisch erfasst. Die
folgende Tabelle gibt einen vollstandigen Uberblick tiber die erzielten MAPE- und RMSE-Werte,
die Trainingsdauer sowie — sofern zutreffend — die Anzahl der Epochen je Modell-Sensor-
Kombination. Diese Gesamtdarstellung ermdglicht es, Leistungsunterschiede sowohl zwischen
den Modellen als auch zwischen den Sensorsignalen differenziert zu bewerten. Die jeweils
niedrigsten MAPE- und RMSE-Werte pro Sensor sowie die kiirzeste Trainingszeit wurden zur
besseren Vergleichbarkeit optisch hervorgehoben.
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Tabelle 6: Modellergebnisse fiir alle Sensoren und Verfahren (Iteration 2)

Sensor Model MAPE (%) RMSE Zeit(s) Epochen
Sen_1 CNN 7,66 9,6928 47,5 12
GRU 5,28 6,4598 178,1 20
LSTM 6,64 7,7776 260,6 36
TCN 6,28 7,417 237,7 15
Transformer 5,73 6,5454 577 25
XGBoost 4,87 5,624 14,4 0
Sen_2 CNN 5,27 7,1473 48,6 12
GRU 2,91 3,9379 116,9 14
LSTM 2,71 4,0317 108,6 15
TCN 4,11 5,7489 166 1
Transformer 3,06 4,0809 418,2 18
XGBoost 2,55 3,4064 13,1 0
Sen 3 CNN 8,86 3,4506 243,7 50
GRU 9,45 3,7591 235,8 28
LSTM 9,5 3,6651 127,3 18
TCN 9,6 3,6722 326,7 28
Transformer 8,85 3,2993 479,7 21
XGBoost 8,55 3,1692 13,2 0
Sen_4 CNN 10,77 33,0255 83,1 15
GRU 10,36 32,3567 167,9 20
LSTM 10,17 31,7435 113,7 16
TCN 12,19 38,7722 163 13
Transformer 8,84 27,4849 343 14
XGBoost 8,33 25,5064 13,1 0
Sen 5 CNN 7,75 7,0747 108,3 23
GRU 3,97 4,2275 86,4 11
LSTM 6,86 7,0484 1747 26
TCN 6,77 6,8571 155,9 13
Transformer 5,11 5,5154 531,7 23
XGBoost 5,69 5,217 13,2 0

4.7.3 lteration 3

In der dritten Iteration wurden dieselben Modelle wie zuvor erneut evaluiert, jedoch auf Grundlage
eines erweiterten Merkmalsraums. Ziel war es, die Effekte zusatzlicher thermisch relevanter
Eingangsdaten — insbesondere verschiedener Temperatursensoren aus dem CPC-System — auf
die Prognosegiite zu untersuchen. Dadurch erhdhte sich nicht nur die Eingabekomplexitat,
sondern auch die potenzielle Modellgute, sofern die Modelle in der Lage waren, die zusatzlichen
Informationen effizient zu verarbeiten.

Die Einzelergebnisse pro Sensor und Modell zeigen erneut Leistungsunterschiede je nach
Datenquelle und Architektur:

44



Methodik

Tabelle 7: Modell mit niedrigster MAPE und RMSE je Sensor (Iteration 3)

Model Sensor MAPE (%) RMSE Zeit (s) Epochen
GRU Sen_1 3,44 3,921 153,9 18
TCN Sen_2 1,03 1,315 440,9 33
Transformer Sen_3 6,81 2,574 7431 17
XGBoost Sen_4 3,19 10,172 24 1 0
GRU Sen_5 3,38 3,100 113,2 1

Zur Gesamtbewertung wurden die Mittelwerte Uber alle Sensoren berechnet:

Tabelle 8: Durchschnittliche Modellleistung tber alle Sensoren (Iteration 3)

Model MAPE (%) RMSE Zeit (s) Epochen
GRU 4,05 4,763 159,9 17,0
LSTM 4,58 5,331 171,7 19,8
CNN 4,69 5,722 128,9 26,6
XGBoost 451 4,863 24.6 -
TCN 4,16 5,074 4571 31,6
Transformer 4,36 5,203 922,1 20,6

Die Ergebnisse bestatigen, dass die Erweiterung des Eingaberaums zu einer generellen
Verbesserung der Prognosegenauigkeit flilhrte — insbesondere im Vergleich zu Iteration 2. Alle
Modelle erzielten niedrigere MAPE- und RMSE-Werte, wobei der GRU-Ansatz erneut eine sehr
gute Leistung zeigte (MAPE 4,05 %, RMSE 4,763). Auch das TCN-Modell lieferte mit hoher
Genauigkeit Uberzeugende Ergebnisse, insbesondere bei Sen_2 (MAPE nur 1,03 %).

XGBoost konnte trotz seiner nicht-sequenziellen Struktur erneut mit den neuronalen Modellen
mithalten. Es profitierte deutlich von der erweiterten Merkmalsbasis und erreichte durchschnittlich
einen MAPE von 4,51 %, bei gleichzeitig sehr kurzer Trainingszeit.

Allerdings zeigte sich — ahnlich wie in Iteration 2 — auch in dieser Runde, dass die Modelle den
Verlauf der tatsachlichen Temperaturwerte nicht in allen Bereichen exakt abbilden konnten. Trotz
insgesamt niedriger Fehlerwerte war in vielen Fallen ein gewisses Mal} an Vorhersagerauschen
(Noise) erkennbar, insbesondere bei abrupten Springen oder Phasen starker
Temperaturdynamik. Dies legt nahe, dass weitere exogene Einflussfaktoren (z. B. Lastzustande,
externe Systeme) eine Rolle spielen kénnten, die im aktuellen Merkmalsset noch nicht enthalten
sind.
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Insgesamt bestatigte Iteration 3 jedoch, dass der erweiterte thermische Input einen

signifikanten Mehrwert fiir die Modellierung bietet, vor allem

in Kombination mit

architekturspezifischen Starken sequenzverarbeitender Netzwerke. Die Ergebnisse bieten somit
eine fundierte Grundlage fir praxisnahe Anwendungen in der datengetriebenen Prognose
thermischer Systeme im Fahrzeugkontext.

In den nachsten Abbildungen sind die Vorhersagen der funf Sensoren aus verschiedenen
Modellen der dritten Iteration und ihre tatsachlichen Werte zu sehen.
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LSTM Model: Sen_1 Ground Truth vs. Predicted
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Abbildung 21: Vorhersage von Sen_1 mit einem LSTM-Modell (Iteration 3)

TCN Model: Sen_2 Ground Truth vs. Predicted
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Abbildung 22: Vorhersage von Sen_2 mit einem TCN-Modell (Iteration 3)
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Transformer Model: Sen_3 Ground Truth vs. Predicted
RMSE: 2.57 | MAPE: 6.81%
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Abbildung 23: Vorhersage von Sen_3 mit einem Transformer-Modell (Iteration 3)
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Abbildung 24: Vorhersage von Sen_4 mit einem XGBoost-Modell (lteration 3)
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Abbildung 25: Vorhersage von Sen_5 mit einem CNN-Modell (lteration 3)
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Da sich die GRU-Modelle in der dritten Iteration insgesamt als besonders leistungsfahig erwiesen
haben — sowohl im Hinblick auf die Prognoseglite als auch auf die Modellrobustheit — werden im
Folgenden exemplarisch die Vorhersagen fir die Temperaturverlaufe und Temperaturbereiche
dieser Architektur naher dargestellt. Anhand der Sensoren Sen_1 bis Sen_5 wird aufgezeigt, wie
gut die GRU-Modelle in der Lage sind, komplexe Temperaturverlaufe Uber die Zeit hinweg
nachzuvollziehen und vorauszusagen. Die tatsdchlichen Messwerte werden dabei den
modellbasierten Prognosen gegenilibergestelit.
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Abbildung 26: Vorhersage von Sen_1 mit einem GRU-Modell (lteration 3)

GRU Model: Sen_1 Ground Truth vs. Predicted

300 A BN Ground Truth

am Predicted

250 A

200 A

150

Total Time in Bin (minutes)

50 1

Tmperature Bin (°C)

Abbildung 27: Vorhersage von Temperatur-Bins des Sen_2 mit einem GRU-Modell (lteration 3)
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GRU Model: Sen_2 Ground Truth vs. Predicted
RMSE: 1.53 | MAPE: 1.09%
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Abbildung 28: Vorhersage von Sen_2 mit einem GRU-Modell (Iteration 3)

GRU Model: Sen_2 Ground Truth vs. Predicted

B Ground Truth
B Predicted

400 A

300 1

200 1

Total Time in Bin (minutes)

100 -

o o o o
«,'“'0 6\9 5 &
S S &

2
%, ]
i)

Tmperature Bin (°C)

Abbildung 29: Vorhersage von Temperatur-Bins des Sen_2 mit einem GRU-Modell (Iteration 3)
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Abbildung 30: Vorhersage von Sen_3 mit einem GRU-Modell (Iteration 3)
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Abbildung 31: Vorhersage von Temperatur-Bins des Sen_3 mit einem GRU-Modell (lteration 3)
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Abbildung 32: Vorhersage von Sen_4 mit einem GRU-Modell (Iteration 3)
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Abbildung 33: Vorhersage von Temperatur-Bins des Sen_4 mit einem GRU-Modell (lteration 3)
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Zur umfassenden Analyse der Modellgite wurden alle Vorhersageergebnisse der sechs
eingesetzten Modellarchitekturen fiir die Sensoren Sen_1 bis Sen_5 systematisch erfasst. Die
folgende Tabelle gibt einen vollstandigen Uberblick tber die erzielten MAPE- und RMSE-Werte,
die Trainingsdauer sowie — sofern zutreffend — die Anzahl der Epochen je Modell-Sensor-
Kombination. Diese Gesamtdarstellung ermdglicht es, Leistungsunterschiede sowohl zwischen
den Modellen als auch zwischen den Sensorsignalen differenziert zu bewerten. Die jeweils
niedrigsten MAPE- und RMSE-Werte pro Sensor sowie die kirzeste Trainingszeit wurden zur
besseren Vergleichbarkeit optisch hervorgehoben.

Tabelle 9: Modellergebnisse fiir alle Sensoren und Verfahren (lteration 3)

Sensor Model MAPE (%) RMSE Zeit(s) Epochen
Sen_1 CNN 4,86 5,3799 170,6 37
GRU 3,44 3,9212 153,9 18
LSTM 3,59 4,0176 138,7 18
TCN 4,08 4,4865 387,2 32
Transformer 4,82 5,124 1353 34
XGBoost 4,43 4,8665 23,1 0
Sen_2 CNN 3,41 3,8819 157,2 31
GRU 1,09 1,56317 109,8 13
LSTM 1,89 2,2924 148,5 19
TCN 1,03 1,3147 440,9 33
Transformer 1,96 2,2716 843 21
XGBoost 1,38 1,6435 23,1 0
Sen_3 CNN 7,53 2,8477 122,1 24
GRU 8,59 3,1786 164 18
LSTM 8,77 3,2267 88,2 1
TCN 7,57 2,8838 461,8 36
Transformer 6,81 2,5739 743,1 17
XGBoost 8,12 3,0445 22,8 0
Sen_4 CNN 3,74 12,6368 119,47 25
GRU 3,77 12,0324 258,5 25
LSTM 3,85 12,9153 364,6 38
TCN 3,72 12,5278 378,9 25
Transformer 3,92 12,2334 909,1 16
XGBoost 3,19 10,1719 24,1 0
Sen_5 CNN 3,91 3,8643 74,9 16
GRU 3,38 3,15 113,2 1
LSTM 4,78 4,2049 118,7 13
TCN 4,42 4,1571 616,8 32
Transformer 4,29 3,8117 762,4 15
XGBoost 5,45 4,5869 29,8 0
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4.8 Kommunikation der Ergebnisse (DSRM-Schritt 6)

Der sechste und letzte Schritt des Design Science Research Methodology (DSRM) Frameworks
umfasst die Kommunikation der entwickelten Artefakte sowie der daraus gewonnenen
Erkenntnisse. Ziel ist es, die Ergebnisse systematisch aufzubereiten und gegentiber relevanten
Zielgruppen — sowohl innerhalb der Wissenschaft als auch in der praktischen Anwendung —
verstandlich darzustellen.

In dieser Arbeit erfolgte die Kommunikation der Ergebnisse in zwei Richtungen: zum einen
innerhalb der wissenschaftlichen Struktur der Masterarbeit selbst, zum anderen in Form einer
potenziellen Ubertragung auf unternehmensinterne Anwendungsbereiche im Bereich
datenbasierter Fahrzeuganalyse.

Die zentrale Erkenntnis ist, dass tiefere neuronale Modelle wie GRU, LSTM oder Transformer —
unter geeigneter Datenvorbereitung — und nicht-sequenzielle Methoden wie XGBoost signifikant
bessere Vorhersagen fiir komplexe Temperaturverlaufe liefern kdnnen als klassische Verfahren
wie VAR. Gleichzeitig zeigte sich, dass der Vorhersageerfolg stark von der Auswahl geeigneter
Inputfeatures abhangt. Durch eine iterative Erweiterung der Eingangsdaten konnte die
Modellgute in nahezu allen Fallen verbessert werden.

Zur Kommunikation wurden samtliche Metriken der Modelle standardisiert erfasst und in
ubersichtlichen Tabellen und Visualisierungen dargestellt. Dies ermdglicht nicht nur eine
nachvollziehbare Einordnung einzelner Modellleistungen, sondern auch eine fundierte
Argumentation bei zukinftigen Entscheidungen zur Modellauswahl im praktischen Einsatz.

Daruber hinaus kdnnen die gewonnenen Erkenntnisse als Grundlage fur Folgeprojekte dienen,
beispielsweise zur Integration von Kl-gestitzter Thermoprozessiiberwachung in bestehende
Flottenanalysesysteme oder zur Entwicklung automatisierter Feature-Selection-Pipelines. Die
dokumentierte  Vorgehensweise unterstiitzt damit sowohl die  wissenschaftliche
Reproduzierbarkeit als auch die Ubertragbarkeit auf andere Prognoseprobleme im Bereich
fahrzeuginterner Zustandsdaten.

Insgesamt verdeutlicht der letzte DSRM-Schritt, dass nicht nur ein funktionierendes Modell
entwickelt wurde, sondern auch ein belastbarer Erkenntnisbeitrag zur Anwendung maschinellen
Lernens im Automotive-Kontext geleistet werden konnte — sowohl methodisch als auch inhaltlich
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5 DISKUSSION

Ziel dieser Arbeit war es, auf Basis realer Fahrzeugdaten verschiedene Modellarchitekturen
hinsichtlich ihrer Eignung zur Vorhersage temperaturrelevanter Sensorwerte zu bewerten. Neben
klassischen linearen Methoden wie VAR wurden sowohl maschinelle Lernverfahren (XGBoost)
als auch moderne sequenzbasierte Deep-Learning-Modelle (CNN, GRU, LSTM, TCN,
Transformer) in mehreren Iterationen unter identischen Randbedingungen getestet und
verglichen.

5.1 Modellvergleiche und Interpretation

Bereits in der ersten lteration zeigten sich deutliche Unterschiede in der Leistungsfahigkeit der
betrachteten Modelle. Wahrend das VAR-Modell mit minimalem Trainingsaufwand aufwartete
und eine solide Vorhersagequalitat erzielte, konnte das GRU-Modell durch seine Fahigkeit,
langere zeitliche Abhangigkeiten zu erfassen und nichtlineare Zusammenhange zu modellieren,
signifikant bessere MAPE- und RMSE-Werte erreichen. Die CNN-Architektur lag in ihrer Leistung
zwischen den beiden anderen Ansatzen: Sie war in der Lage, lokale Muster innerhalb der
Zeitfenster zu erkennen, konnte aber keine weitreichenden zeitlichen Beziehungen abbilden, was
sich insbesondere bei langerfristigen Temperaturtrends nachteilig auswirkte.

In der zweiten Iteration wurde der Fokus bewusst auf die Vorhersage auf Basis fahrdynamisch
typischer Signale gelegt, wie etwa Geschwindigkeit, Drehmoment oder Aullentemperatur. Diese
Reduktion der Featureanzahl simulierte reale Anwendungsszenarien, in denen nur eine
begrenzte Zahl an Signalen verfligbar ist. Interessanterweise zeigte sich hier, dass auch unter
diesen restriktiven Bedingungen Modelle wie GRU und sogar XGBoost zu brauchbaren
Ergebnissen fuhrten. Zwar nahm die Modellglite im Durchschnitt etwas ab, die Fehlerwerte
blieben aber im praxisrelevanten Bereich. Die robuste Leistung von XGBoost, obwohl es keine
explizite Sequenzverarbeitung durchfiihrt, weist darauf hin, dass auch flache Modellansatze von
der richtigen Feature-Auswahl profitieren kdnnen.

Die dritte Iteration erweiterte den Datensatz schlief3lich um zusatzliche thermische Sensorsignale.
Dadurch wurde der Eingangsdatenraum verdoppelt, was insbesondere fir die komplexeren
neuronalen Architekturen eine gesteigerte Herausforderung darstellte. Dennoch konnten viele
Modelle hiervon profitieren: Besonders bei Sensoren mit stark schwankendem Verhalten kam es
zu teils deutlich verbesserten Vorhersagen. Dies deutet darauf hin, dass die zusatzlichen
MessgroRen nicht redundant, sondern informationsgewinnend wirkten. Gleichzeitig zeigte sich
aber auch, dass der Mehraufwand nicht bei allen Modelltypen zu signifikanten Verbesserungen
fuhrte — insbesondere Transformer und TCN reagierten empfindlich auf die hohere
Dimensionalitat mit teilweise deutlich langeren Trainingszeiten.
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5.2 Korrelationen zwischen den Eingabemerkmalen

Ein zentraler Aspekt in der Bewertung der Modellgite war die Abhangigkeit der Ergebnisse von
der Redundanz innerhalb des Feature-Sets. Eine Korrelationsanalyse der Eingangsdaten
offenbarte, dass insbesondere die hinzugefligten Temperatursensoren aus dem Antriebsstrang
(z. B. Oltemperatur, Partikelfiltertemperatur) starke lineare Zusammenhange aufwiesen, wie bei
Sen_2. Diese Merkmale stammen eventuell aus physikalisch benachbarten Bauteilen, weshalb
deren Temperaturverlaufe ahnliche Muster aufweisen.

Diese starke Korrelation kann flr bestimmte Modelltypen vorteilhaft sein — etwa bei CNNs oder
rekurrenten Netzen, die solche parallelen Verlaufe nutzen, um ulbergeordnete Muster zu
identifizieren. Gleichzeitig birgt sie aber die Gefahr von Overfitting, insbesondere wenn die
Datenbasis begrenzt ist. Komplexere Netze kdnnten lernen, auf korrelierte Redundanzen zu
reagieren, anstatt generalisierbare Muster zu extrahieren.
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Abbildung 36: Korrelationsmatrix des vorliegenden Datensatzes

56



Diskussion

5.3 Aussagekraft, Grenzen und Generalisierbarkeit

Die erzielten Vorhersagewerte lagen in allen drei lterationen weitgehend im akzeptablen Bereich.
Viele Modelle erreichten MAPE-Werte zwischen 3 % und 7 % — ein Hinweis auf eine grundsatzlich
hohe Prognosegiite. Dennoch zeigten die Plots der Vorhersageverlaufe, dass viele Modelle den
tatsachlichen Temperaturverlauf nicht immer vollstandig nachbilden konnten. Insbesondere
kurzfristige Schwankungen oder kleinere Peaks wurden haufig geglattet oder zu spat erkannt.
Dies liegt zum einen an der Modellarchitektur (z. B. durch Mittelungseffekte), zum anderen aber
auch an der inharenten Unsicherheit der Daten: Gerduschhafte Messwerte, fehlende
Kontextdaten (z. B. Neigung, Luftstromung, KihImittelstatus) oder unregelmafige Eingriffe ins
System (z. B. manuelle Lufteraktivierung) kdnnen nicht vollstandig abgebildet werden.

Darlber hinaus ist die Generalisierbarkeit der Ergebnisse begrenzt. Alle Daten stammen von
einem spezifischen Fahrzeugmodell unter Testbedingungen. Eine Ubertragung auf andere
Modelle oder Serienfahrzeuge ist zwar denkbar, aber nicht gesichert. Fir den produktiven Einsatz
ware daher ein Transfer-Learning-Ansatz oder ein Modell-Re-Training auf Basis neuer
Fahrzeugdaten erforderlich.

5.4 Einordnung in den Stand der Technik

Die gewonnenen Erkenntnisse fligen sich konsistent in die aktuelle Forschung zur Vorhersage
sequentieller technischer Zustandsgrofien ein. Die GRU-Architektur urspriinglich fir maschinelle
Ubersetzung entwickelt, zeigte auch in dieser doménenspezifischnen Anwendung ihre Starke bei
der Verarbeitung strukturierter Zeitreihendaten. Transformer-basierte Modelle, TCN und CNN
lieferten auch gute Ergebnisse. Die Leistungsfahigkeit von XGBoost (Chen & Guestrin, 2016)
bestatigte sich auch hier als starke, leichtgewichtige Baseline.

57



Fazit und Ausblick

6 FAZIT UND AUSBLICK

Im Rahmen dieser Arbeit wurden verschiedene KI-Modelle und statistische Verfahren auf reale
Fahrzeugdaten angewendet, um deren Eignung zur Vorhersage temperaturrelevanter
Sensorwerte zu untersuchen. Ziel war es, herauszufinden, welche KIl-Methoden sich am
besten zur prazisen Vorhersage von Temperaturen im Kontext der thermischen
Absicherung von Fahrzeugen eignen.

Die Ergebnisse zeigen eindeutig, dass insbesondere sequenzbasierte Deep-Learning-Modelle
wie GRU und TCN in der Lage sind, Temperaturverlaufe mit hoher Genauigkeit vorherzusagen.
Sie Ubertrafen klassische Methoden wie VAR deutlich und lieferten selbst unter eingeschranktem
Input (z.B. in Iteration 2) praxistaugliche Resultate. Auch das nicht-sequenzielle
Modell XGBoost erwies sich — trotz flacher Architektur — als robust und effizient, insbesondere
bei gut gewahlter Feature-Selektion.

Die aufgestellte Hypothese:

woraus sich folgende Hypothese ableitet:

, lemperaturen von Sensoren der Messtechnik im Fahrzeug kénnen durch geeignete

KI-Modelle allein auf Basis bestehender CPC-Daten préazise vorhergesagt werden.*

konnte auf Basis der Evaluationsmetriken positiv bestatigt werden. In allen drei Iterationen
wurden mittlere absolute prozentuale Fehler (MAPE) von unter 10 % erreicht, was die
Anwendbarkeit der Modelle fir thermische Abschatzungen ohne physische Messtechnik
unterstreicht.

Gleichzeitig wurden auch wichtige Rahmenbedingungen erfillt:

o Effiziente Trainingszeiten: Modelle wie XGBoost oder CNN zeigten gute Resultate bei
sehr kurzen Trainingsdauern, wahrend GRU und LSTM trotz hdherem Aufwand innerhalb
eines vertretbaren Bereichs blieben.

e Robustheit gegeniiber heterogenen Daten: Die Modelle konnten erfolgreich mit
Testdaten aus verschiedenen Fahrszenarien und Zeitbereichen umgehen, ohne dass
spezielle Vorverarbeitung oder manuelles Feature Engineering notwendig war.

o Vergleichbarkeit der Modellgiiten: Durch einheitliche Datenaufbereitung,
Trainingsroutinen und Bewertungsmethoden konnte ein fairer Vergleich zwischen den
Modellarchitekturen gewahrleistet werden.

AbschlieRend lasst sich sagen: Fur Aufgaben der thermischen Absicherung kénnen geeignete
KI-Modelle valide Temperaturprognosen liefern — sogar dann, wenn physische Messtechnik
durch datengetriebene Verfahren ersetzt werden soll. Dies erbffnet neue Potenziale zur
Effizienzsteigerung in fruihen Fahrzeugentwicklungsphasen, etwa durch virtuelle Testszenarien
auf Basis vorhandener Fahrzeugsignale.
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